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direccíon y por el apoyo incondicional brindado, en momentos difı́ciles durante la maestrı́a.


Al Dr. Luis Gerardo de la Fraga y a la Dra. Xiaoou Li, por los comentarios acertados a
esta tesis y lograr con ello, un mejor trabajo.


Al CINVESTAV por permitir formar parte de esta gran institución.
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RESUMEN


En el mundo real, existe una gran cantidad de problemas de optimización para los
cuales los ḿetodos cĺasicos de programación mateḿatica no pueden garantizar que la
solucíon obtenida seáoptima. Adeḿas, estos ḿetodos pueden resultar poco eficientes y
en algunos casos inoperables para un determinado problema.Para estos problemas más
complejos de optimización, es cuando se justifica plenamente el uso de metaheurı́sti-
cas. Los algoritmos evolutivos son metaheurı́sticas que en lośultimos ãnos se han vuelto
muy populares debido a su simplicidad conceptual y su eficiencia en este tipo de problemas.


Los algoritmos evolutivos han sido utilizados exitosamente en elárea de optimización
multiobjetivo, debido a que por su naturaleza (basada en poblaciones) permiten generar
varias soluciones del conjunto deóptimos de Pareto en una sola ejecución. Desafortu-
nadamente, cuando la función objetivo es computacionalmente costosa de evaluar, los
algoritmos evolutivos suelen volverse imprácticos.


En esta tesis presentamos dos nuevos algoritmos hı́bridos basados en cómputo evoluti-
vo y métodos cĺasicos de optimización. El primero denominadoNonlinear Simplex Search
Differential Evolution(NSSDE) para optimización global, est́a basado en la heurı́stica
de evolucíon diferencial(ED) y utiliza el ḿetodo de Nelder-Mead como buscador local.
La finalidad de esta implementación es disẽnar una estrategia de búsqueda local, que
pueda ser utilizada de manera similar en el problema de optimización multiobjetivo (el
cual es el objetivo principal de esta tesis). El segundo algoritmo h́ıbrido denominado
Nonlinear Simplex Search Genetic Algorithm(NSS-GA) para optimización multiobjetivo,
est́a basado en el algoritmo evolutivo multiobjetivoNon-dominated Sorting Genetic
Algorithm-II (NSGA-II), acoplando los ḿetodos cĺasicos de optimización mateḿatica
de Nelder-Mead (para funciones multidimensionales) y el dela seccíon dorada (para
funciones unidimensionales) que fungen como buscadores locales.


La motivacíon principal de estas dos hibridizaciones, es aprovechar elpoder explo-
rativo de los algoritmos evolutivo y el poder explotativo delos métodos de programa-
ción mateḿatica. Los resultados obtenidos en nuestras dos propuestasNSSDE y NSS-GA,
son comparados con respecto a los obtenidos por los algoritmos evolutivos simples ED y
NSGA-II, respectivamente. Nuestras propuestas algorı́tmicas muestran tener mejores re-
sultados, en la mayorı́a de las funciones de prueba adoptadas.
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ABSTRACT


In the real world, there are a lot of optimization problems for which traditional methods
of mathematical programming cannot guarantee that the solution obtained is optimun.
Furthermore, these methods can be inefficient and in some times inoperable for a particular
problem. For these more complex optimization problems, theuse of metaheuristics is fully
justified. The evolutionary algorithms are metaheuristicswhich in the recent years have
become very popular because for their conceptual simplicity and efficiently in these types
of problems.


Evolutionary algorithms have been used successfully in themultiobjective optimization
area, for their nature (based on a population) allow to generate multiple solutions of the
Pareto optimal set in a single run. Unfortunately, when the function is computationally
expensive to evaluate, evolutionary algorithms often become impractical.


In this thesis, we present two new hybrid algorithms based onevolutionary computation
and classical optimization methods. The first algorithm called Nonlinear Simplex Search
Differential Evolution (NSSDE) for global optimization, is based on theDifferential
Evolutionheuristic and uses the Nelder-Mead method as its local search mechanism. The
purpose of this implementation, is to design a local search strategy, which can be used in
an analogous way in the multiobjective optimization problem (which is the main objective
of this thesis). The second hybrid algorithm proposed is called Nonlinear Simplex Search
Genetic Algorithm(NSS-GA) for multiobjective optimization. This algorithmis based on
the Non-dominated Sorting Genetic Algorithm-II(NSGA-II), coupled with the classical
methods of mathematical programming Nelder-Mead (for multidimensinal functions) and
the golden section (for unidimensional functions) both actas local search engines.


The main motivation for these two hybridizations, is to exploit the explorative power of
the evolutionary algorithms and the exploitative power of the mathematical programming
methods. The results obtained in our two proposals, NSSDE and NSS-GA, are compared
with respect to the results obtained by the original evolutionary algorithms adopted, DE
and NSGA-II, respectively. Our proposed approaches have shown better results in most of
the test funcions adopted.
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4.1.1. Optimizacíon global con ED. . . . . . . . . . . . . . . . . . . . . 40
4.1.1.1. Esquema ED1. . . . . . . . . . . . . . . . . . . . . . . 40
4.1.1.2. Esquema ED2. . . . . . . . . . . . . . . . . . . . . . . 40


4.1.2. Estrategias de ED. . . . . . . . . . . . . . . . . . . . . . . . . . . 42
4.2. Trabajos relacionados. . . . . . . . . . . . . . . . . . . . . . . . . . . . .43
4.3. Nuestra propuesta. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .46


4.3.1. Fase de exploración . . . . . . . . . . . . . . . . . . . . . . . . . . 47
4.3.2. Fase de explotación . . . . . . . . . . . . . . . . . . . . . . . . . . 47


4.3.2.1. Criterio de frecuencia para aplicar la búsqueda local. . . 48
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A.11.Funcíon generalizada de Griewank. . . . . . . . . . . . . . . . . . . . . . 83
A.12.Funciones generalizadas de penalización . . . . . . . . . . . . . . . . . . . 83
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5.3. Resultado de las ḿetricas para la función ZDT2 . . . . . . . . . . . . . . . 71
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CAPÍTULO 1


I NTRODUCCI ÓN


La optimizacíon es una rama de las matemáticas que busca minimizar o maximizar
el valor de una función, eligiendo sisteḿaticamente los valores de las variables de deci-
sión, en un espacio de búsqueda determinado. En el caso de problemas de optimización
con multimples objetivos, se intenta optimizar simultáneamente un conjunto de funciones.
Comúnmente, dichas funciones entran en conflicto unas con otras, de tal forma que opti-
mizar una funcíon implica deteriorar el desempeño de otras. A diferencia de los problemas
de optimizacíon global en los que sólo existe uńunico valoróptimo, en los problemas mul-
tiobjetivo se trata de encontrar un compromiso entre las distintas funciones objetivo, por lo
que se suele obtener un conjunto de soluciones. De esta manera, en un problema de optimi-
zacíon multiobjetivo se puede presentar un conjunto incontablede soluciones, las cuales,
cuando son evaluadas, producen vectores cuyos componentesrepresentan los compromisos
(trade-offs) en el espacio de las funciones objetivo [10].


1.1. Antecedentes y motivacíon


Muchos problemas de optimización han logrado resolverse satisfactoriamente median-
te métodos de programación mateḿatica. Sin embargo, a la fecha no existe ningún método
determińıstico que pueda resolver todos los problemas no lineales deoptimizacíon (ya sea
mono-objetivo o multiobjetivo) en su caso más general, garantizando optimalidad en las
soluciones obtenidas. Para el caso particular de los problemas no lineales ḿas complejos
(p. ej., con espacios de búsqueda muy grandes, accidentados, con alta multimodalidad,
etc.), es cuando se justifica más plenamente el uso de metaheurı́sticas (como el ćomputo
evolutivo) como un ḿetodo alternativo de optimización.


La motivacíon principal de utilizar algoritmos evolutivos (AE) para resolver problemas
de optimizacíon multiobjetivo, se debe principalmente a su inherente paralelismo y a
su capacidad para explotar el vecindario de las soluciones,mediante el operador de
recombinacíon. La ventaja que tienen los algoritmos evolutivos en estosproblemas, radica
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en la poblacíon con la que trabajan. Esto permite al algoritmo, generar varios elementos
del conjunto déoptimos de Pareto en una sola ejecución. Por otro lado, la complejidad que
tienen los problemas de optimización multiobjetivo, pueden volver ineficaces (o incluso
inoperantes) a las técnicas tradicionales desarrolladas para este tipo de problemas.


Un h́ıbrido se define como “el producto de combinar dos elementos de distinta
naturaleza” [ 60].


En este trabajo, se combinan conceptos tomados tanto del cómputo evolutivo como de
métodos cĺasicos de optimización. La motivacíon principal radica en idear un algoritmo
h́ıbrido que combine adecuadamente el poder explorativo del algoritmo evolutivo, con el
poder de explotación de un ḿetodo de programación mateḿatica. Este esquema es similar
a la estrategia utilizada por los algoritmos meméticos [51, 52].


Cómputo evolutivo


La computacíon evolutiva es unáarea de investigación en las ciencias de la compu-
tación; como su nombre los sugiere, es un tipo de computación que engloba una serie de
técnicas inspiradas en la teorı́a Neo-Darwiniana y es utilizada para resolver problemas de
una forma muy particular, con base en elensayo-y-error1 [21].


La idea de solucionar problemas basándose en los principios de la evolución natural
no es nueva. La evolución natural fue vista como un proceso de aprendizaje desde los
1930s. En 1932, Walter D. Cannon en su libro “The Wisdom of the Body” plantea que el
proceso evolutivo es algo similar al aprendizaje porensayo-y-error, que suele manifestarse
en los humanos [6]. En 1950, Alan M. Turing reconoció una conexíon “obvia” entre la
evolucíon y el aprendizaje de ḿaquina en su artı́culo titulado “Computing Machinery and
Intelligence” [ 76]. Tambíen en 1957, George E. P. Box propuso un método con un enfoque
evolutivo llamado “Evolutionary Operation” [ 5] para resolver problemas de optimización
industrial.


Durante la d́ecada de los 1960s, se desarrollaron tres técnicas inspiradas en la teorı́a
Neo-Darwiniana, en lugares distintos y con motivaciones distintas. Hoy en d́ıa, estas tres
técnicas evolutivas (programacíon evolutiva, estrategias evolutivasy algoritmos geńeticos)
son consideradas como los principales paradigmas del cómputo evolutivo.


1. Programacíon evolutiva. La programacíon evolutiva (PE) fue desarrollada por Law-
rence J. Fogel a mediados de los 1960s. Fogel simuló la evolucíon natural como
un proceso de aprendizaje, teniendo como objetivo generar inteligencia artificial
[23, 22]. Este algoritmo evolutivo está inspirado en el principio de evolución a ni-
vel de las especies. Utiliza una selección probabiĺıstica y no requiere cruza o algún
tipo de recombinación, puesto que una especie no puede mezclarse con otra.


1Tambíen conocido comogenerar-y-probar.
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2. Estrategias evolutivas. Las estrategias evolutivas (EEs) fueron propuestas de forma
independiente en 1965, por Ingo Rechenberg [61] y Hans-Paul Schwefel [67] en Ale-
mania. Fueron desarrolladas originalmente para resolver problemas de optimización
hidrodińamicos de alto grado de complejidad. En las EEs no sólo se evoluciona a las
variables del problema, sino también a los paŕametros de la misma técnica (a esto
se le denominaauto-adaptacíon). En esta t́ecnica se simula el proceso evolutivo al
nivel de los individuos, por lo que la recombinación es posible y se utiliza un me-
canismo de selección determińıstico. La propuesta original de la EE no contaba con
poblacíon, pero ḿas adelante fue introducida por Schwefel [68].


3. Algoritmos geńeticos. Los algoritmos geńeticos (AGs), originalmente denominados
“planes reproductivos genéticos” [30], fueron desarrollados a principios de los 1960s
por John H. Holland, con el objetivo de resolver problemas deaprendizaje de ḿaqui-
na. Se caracterizan principalmente por la codificación de los individuos (tradicional-
mente se usa una cadena binaria); el mecanismo de selección (probabiĺıstico); simu-
lan la evolucíon a nivel de individuos, siendo la cruza sexual el operador principal y
la mutacíon un operador secundario.


Los AGs trabajan a nivel genotı́pico y no utilizan un mecanismo de auto-adaptación
como las EEs, aunque el uso de dicha estrategia es posible y hasido explorado en al-
gunos trabajos delárea [13, 65]. Por otra parte, el elitismo2 juega un papel crucial en
los AGs. Rudolph [63] demostŕo que un AG requiere elitismo para poder converger
al óptimo. Es por esto, que el elitismo es un mecanismo que se ha vuelto est́andar en
los AEs modernos.


1.2. Planteamiento del problema


Las t́enicas cĺasicas de programación mateḿatica han sido desarrolladas y probados
desde hace tiempo, ofreciendo buenos resultados para determinados problemas. Des-
afortunadamente, no siempre es posible aplicar estos métodos mateḿaticos. El ćomputo
evolutivo ha sido utilizado para resolver problemas de optimizacíon más complejos y
en la mayoŕıa de casos ha dado mejores resultados que los métodos tradicionales de
optimizacíon. Por su naturaleza, los algoritmos evolutivos están basados en poblaciones y
por tal motivo, requieren un número de evaluaciones de la función objetivo en el proceso
de optimizacíon que puede resultar elevado en ciertas aplicaciones.


Cuando dicha función es computacionalmente cara de evaluar, los algoritmos evolutivos
se vuelven impŕacticos. Reducir el ńumero de evaluaciones de la función de aptitud, en un
algoritmo evolutivo multiobjetivo del estado del arte, empleando ḿetodos de programación
mateḿatica como buscadores locales, es precisamente el tema que se aborda en esta tesis.
Para validar la eficiencia del algoritmo hı́brido propuesto, se le usará para optimizar un


2Se denominaelitismoal hecho de retener intacto al mejor individuo de cada generación.
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conjunto de funciones que en la literatura han sido catalogadas como dif́ıciles para un
algoritmo evolutivo multiobjetivo moderno.


1.3. Objetivos


General


El objetivo general de esta tesis, es diseñar un algoritmo multiobjetivo h́ıbrido que
combine un algoritmo evolutivo con una técnica de programación mateḿatica y que reduz-
ca el ńumero de evaluaciones de la función de aptitud. El algoritmo evolutivo multiobjetivo
adoptado como base para la hibridización es elNon-dominated Sorting Genetic Algorithm-
II (NSGA-II), al cual se le acopla el algoritmo de Nelder-Mead (para funciones multidi-
mensionales) y el de la sección dorada (para funciones unidimensionales) como métodos
de b́usqueda local. Estos dos algoritmos son técnicas de programación mateḿatica.


Particulares


Disẽnar un algoritmo h́ıbrido mono-objetivo, con la finalidad de desarrollar una es-
trategia de b́usqueda local que pueda ser utilizada en el caso de optimización multi-
objetivo.


Disẽnar una estrategia para la cual se puedan resolver problemasde optimizacíon
multiobjetivo, empleando ḿetodos tradicionales de optimización global.


Mostrar que la implementación del buscador local mejora considerablemente el de-
sempẽno del algoritmo evolutivo multiobjetivo adoptado en la hibridización (en este
caso, el NSGA-II).


1.4. Contribuciones


Las principales contribuciones que se hacen en este trabajoson:


Un algoritmo h́ıbrido mono-objetivo para optimización global basado en la heurı́stica
de evolucíon diferencial y el ḿetodo de optimización global de Nelder-Mead.


Un algoritmo h́ıbrido multiobjetivo basado en el NSGA-II, acoplando los métodos
clásicos de optimización de Nelder-Mead (para funciones multidimensionales) y el
de la seccíon dorada (para funciones unidimensionales), que son utilizados como
buscadores locales.


El disẽno de una estrategia de búsqueda local que es implementada en los algoritmos
h́ıbridos, la cual da mejores resultados en comparación con los algoritmos evoltivos
simples adoptados.
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1.5. Organización de la tesis


El resto de la tesis se describe a continuación:


Caṕıtulo 2. Optimización: Se exponen los conceptos fundamentales de optimización
aśı como los ḿetodos cĺasicos adoptados para este trabajo. También se aborda el
tema de optimización multiobjetivo y se presentan algunas de las técnicas tradicio-
nales para la resolución del mismo.


Caṕıtulo 3. Cómputo evolutivo multiobjetivo: Se presentan algunas de las técnicas evo-
lutivas multiobjetivo que son consideradas como el estado del arte actual, entre ellas,
el algoritmo evolutivo multiobjetivo adoptado para este trabajo.


Caṕıtulo 4. Propuesta mono-objetivo: En este caṕıtulo se describe el algoritmo evoluti-
vo mono-objetivo adoptado y se detalla el hı́brido mono-objetivo propuesto. Tam-
bién, se presentan los resultados obtenidos al comparar el hı́brido mono-objetivo con
el algoritmo evolutivo adoptado en su hibridización.


Caṕıtulo 5. Propuesta multiobjetivo: En este caṕıtulo se presenta una descripción deta-
llada del algoritmo h́ıbrido multiobjetivo propuesto. La estrategia usada para acoplar
los métodos cĺasicos de optimización como buscadores locales en el caso mono-
objetivo, se retoma para el caso multiobjetivo complementando sus deficiencias.
Tambíen se presentan los resultados comparativos entre nuestra propuesta y el al-
goritmo evolutivo multiobjetivo simple adoptado.


Caṕıtulo 6. Conclusiones y trabajo a futuro: El último caṕıtulo de esta tesis, donde se
presentan las conclusiones a las que se llegaron con base en los estudios y resultados
obtenidos. Adeḿas, se exponen las posibles lı́neas de investigación a seguir a futuro,
para extender este trabajo de tesis.


Apéndice A. Funciones de prueba (mono-objetivo):Se presenta el conjunto de funcio-
nes utilizadas para las pruebas del hı́brido mono-objetivo.


Apéndice B. Funciones de prueba (multiobjetivo):Se presentan los problemas de opti-
mizacíon multiobjetivo utilizados para las pruebas y comparaciones del h́ıbrido mul-
tiobjetivo.


Apéndice C. Convergencia en los problemas multiobjetivo:Se presentan las gráficas
donde se muestra la convergencia del algoritmo multiobjetivo propuesto, en los pro-
blemas multiobjetivo adoptados.
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CAPÍTULO 2


OPTIMIZACI ÓN


2.1. Antecedentes hist́oricos


La optimizacíon, se puede definir como el proceso por el cual se busca minimizar o
maximizar el valor de una función, eligiendo sisteḿaticamente los valores de las variables
de decisíon, dentro de un espacio de búsqueda permisible.


La investigacíon de operaciones, es una rama de las matemáticas que engloba a
técnicas y ḿetodos cientı́ficos aplicables a problemas de toma de decisiones, cuyo objetivo
es establecer la mejor solución, es decir, láoptima. Losmétodos de optimización, son
estudiados en elárea de investigación de operaciones y su existencia se remonta a laépoca
de Isaac Newton (1643–1727), Joseph-Louis Lagrange (1736–1813) y Augustin-Louis
Cauchy (1789–1857).


El desarrollo de los ḿetodos de optimización basados en el cálculo diferencial, fue
posible gracias a las aportaciones que Isaac Newton y Gottfried W. von Leibnitz (1646–
1716) hicieron a dicháarea. Johann Bernoulli (1667–1748), Leonhard Euler (1707–1783),
Joseph-Louis Lagrange y Karl Weirstass (1815–1897) sentaron los fundamentos del
cálculo de variaciones, que lidia con la minimización de funciones. La primera aplicación
del método delgradiente descendiente(conocido tambíen comodescenso empinado), fue
desarrollada por Cauchy para resolver problemas de minimización en espacios continuos.
Mientras que el ḿetodo de optimización para problemas en espacios restringidos, fue
desarrollado por Lagrange, el cual involucra la adición de multiplicadores conocidos hoy
en d́ıa comomultiplicadores de Lagrangeen honor a su inventor.


A pesar de estas primeras contribuciones, se logró muy poco avance en elárea. Fue
hasta mediados del siglo XX, cuando las computadoras digitales de alta velocidad, hicieron
posible la implementación de los algoritmos de optimización existentes estimulándose el
desarrollo de nuevos ḿetodos. Esto marcó el inicio de unáepoca incréıblemente productiva
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en la que surgió un volumen considerable de publicaciones sobre optimización. Adeḿas,
surgieron variaśareas bien definidas dentro de la teorı́a de la optimizacíon.


Los principales desarrollos en elárea de ḿetodos nuḿericos para la optimización
de funciones sin restricciones, se llevaron a cabo en el ReinoUnido en la d́ecada de los
1960s. El ḿetodo simplex fue desarrollado por George Dantzing (1914–2005) en 1947 y
el principio de optimalidad para problemas de programación dińamica fue anunciado en
1957 por Richard Bellman (1921–1984). Lo anterior, sentó las bases para el desarrollo
de ḿetodos de optimización en espacios restringidos. Sin embargo, fue hasta 1951 con
el trabajo de Harold W. Kuhn (1925–) y Albert W. Tucker (1905–1995) en torno a las
condiciones necesarias y suficientes para la solución de problemas de optimización, que se
establecieron como fundamentos para el desarrollo de una gran cantidad de investigación
en optimizacíon no lineal. Aunque no ha sido encontrada alguna técnica aplicable a todos
los problemas de optimización no lineal, los trabajos de C. W. Carroll, Anthony V. Fiacco
y Garth P. McCormick, permitieron resolver una amplia gama deproblemas complejos
con restricciones utilizando funciones de penalización.


La década de los 1960s se caracterizó por el surgimiento de nuevas técnicas de
optimizacíon, con enfoques distintos. La programación geoḿetrica fue desarrollada por
R. J. Duffin, C. Zener y E. L. Peterson a principios de los 1960s. Por otro lado, Ralph E.
Gomory fue pionero en realizar trabajos sobre programación entera, la cual ha sido una
de lasáreas de mayor crecimiento en optimización. George Dantzig, Abraham Charnes
y William W. Cooper desarrollaron técnicas de programación estoćastica y resolvieron
problemas en los cuales, se presupone que los parámetros de disẽno son independientes y
con una distribucíon normal.


El deseo de optimizar simultáneamente ḿas de una función objetivo, motiv́o el
desarrollo de ḿetodos de programación multiobjetivo. Uno de los primeros ḿetodos
multiobjetivo fue la programación de metas (goal programming), propuesta por Charnes y
Cooper en 1961 para problemas lineales. Los fundamentos de lateoŕıa de juegos (la cual
guarda tambíen relacíon con la optimizacíon multiobjetivo) fueron estudiados en 1928 por
John von Neumman y desde entonces, esta técnica ha sido aplicada para resolver varios
problemas de economı́a.


La segunda mitad del siglo XX se caracterizó por el advenimiento de técnicas heurı́sti-
cas, tales como: el recocido simulado, los algoritmos genéticos y las redes neuronales.
Esta clase de ḿetodos, han dado mejores resultados para los problemas de optimización
más complejos (p.ej., en espacios accidentados, funciones altamente no lineales, etc.).


Los problemas de optimización pueden clasificarse de acuerdo a distintos criterios. El
que concierte a este trabajo, es en torno al número de funciones objetivo. En las siguientes
secciones presentaremos algunos conceptos básicos y fundamentales en el desarrollo de
esta tesis, en su mayorı́a tomados de [1] y [10].
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2.2. Optimización global


La optimizacíon es el proceso de encontrar un valor mı́nimo o ḿaximo global de una
función, en un espacio de búsqueda permitido. El problema de optimización global, puede
ser definido como:


DEFINICIÓN 1 (M ÍNIMO GLOBAL )
Dada una funcíon f : Ω ⊆ Rn 7→ R, Ω 6= φ, para~x∗ ∈ Ω el valor f ∗ = f (~x∗) > −∞ es


llamadoḿınimo global, si y śolo si:


∀~x∈ Ω : f (~x∗) ≤ f (~x) (2.1)


De esta manera, el vector~x∗ es unpunto ḿınimo global, f es la funcíon objetivo, y el
conjuntoΩ es el subespacio de soluciones factibles. El problema de determinar un punto
mı́nimo global es llamado elproblema de optimización globaly en este caso, se tendrá un
único valoróptimo global.


DEFINICIÓN 2 (RESTRICCIONES)
SeaΩ = {~x∈ Rn|gi(~x) ≥ 0∀i ∈ {1,2, . . . ,q}} la regíon factible de la funcíon objetivo


f : Ω → R. Las funcionesgi : Rn → R son llamadasrestricciones, y en el punto~x∈ Rn es
llamada unarestricción:


satisfecha ⇔ g j(~x) ≥ 0,
activa ⇔ g j(~x) = 0,
inactiva ⇔ g j(~x) > 0, y
violada ⇔ g j(~x) < 0.


El problema de optimización global es llamadosin restricciones, si y śolo si, Ω = Rn;
en otro caso, es llamadocon restricciones.


DEFINICIÓN 3 (M ÍNIMO LOCAL)
Para~̂x∈ Ω el valor f̂ = f (~̂x) es llamado ḿınimo local, si y śolo si:


∃ε ∈ R,ε > 0 :∀~x∈ Ω : |~x−~̂x| < ε ⇒ f̂ ≤ f (~x) (2.2)


En otras palabras, unambiente-ε Uε(~̂x) = {~x∈ Ω : |~x−~̂x| < ε} existe, tal quef̂ es el valor
factible ḿas pequẽno de la funcíon objetivo, dentro de ese ambiente (ver figura2.1).


El problema de maximización puede reducirse a un problema de minimización, si la
función a maximizar se multiplica por−1. En estas condiciones, el valor del máximo de la
función seŕa igual a menos el ḿınimo del negativo de la función, es decir:


máx{ f (~x)} = − mı́n
∀~x∈Ω


{− f (~x)}


Debido al evidente isomorfismo existente entre los problemas de minimizacíon y maxi-
mizacíon, de ahora en adelante, hablaremos de optimización refiríendonos al problema de
minimizacíon.
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Figura 2.1: Ḿınimo global y ḿınimo local


2.3. Métodos de optimizacíon mono-objetivo


En los antecedentes históricos mencionamos una serie de métodos de optimización que
fueron desarrollados a lo largo de los años. Lo que ha motivado el desarrollo de dichos
algoritmos, han sido los diferentes problemas que existen en el mundo real. Por esta
raźon, se han propuesto distintas taxonomı́as de estos ḿetodos [59, 14]. Por cuestiones
de simplicidad, nosotros clasificamos a estos métodos en dos categorı́as: clásicosy no
clásicos(o estoćasticos, ver figura2.2).


A continuacíon describiremos brevemente estas dos categorı́as y detallaremos los ḿeto-
dos cĺasicos utilizados en este trabajo.


2.3.1. Métodos cĺasicos


Los métodos cĺasicos de optimización son algoritmos determinı́sticos que se caracte-
rizan por tener reglas especı́ficas para moverse entre una solución y otra. Estos ḿetodos
han sido utilizados desde hace tiempo y han sido aplicados exitosamente en muchos pro-
blemas de disẽno, en elárea de ingenierı́a. En la actualidad, existe una gran variedad de
estos ḿetodos. Puede encontrarse una amplia recopilación de ellos en [59] y [14]. En estos
métodos, se distinguen dos grandes grupos: los métodosbasados en derivadasy los méto-
dos debúsqueda directa, que han sido definidos de acuerdo a sus bases conceptuales (ver
figura2.2).
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Algoritmos de Optimización


De búsqueda directa


Métodos estocásticos


Bisección


Newton-Raphson


Descenso empinado


Gradiente conjugado


Métodos de Quasi-Newton
(DFP, BFGS)


Fibonacci


Sección dorada


Hooke-Jeeves


Nelder-Mead


Direcciones conjugadas


{
{ {Basados en derivadas


Métodos clásicos{
Cómputo evolutivo


Algoritmos bio-inspirados


Recocido simulado


Búsqueda tabú


Escalando la colina


{Basados en poblaciones


{
Figura 2.2: Una taxonoḿıa de los algoritmos de optimización


i. Métodos basados en derivadas.


Estos ḿetodos utilizan información de la derivada de la función, como estrategia
para moverse entre una solución y otra. En la literatura de investigación de ope-
raciones, existe un gran número de estos algoritmos, que han sido aplicados tanto
a problemas unidimensionales como a problemas multi-dimensionales de optimi-
zacíon. De esta manera, los método de bisección, secante y Newton-Raphson, son
utilizados para resolver problemas unidimensionales. Mientras que el gradiente con-
jugado de Fletcher-Reeves, el gradiente descendente de Cauchy y los métodos de
Quasi-Newton (p.ej. el ḿetodo de Davidon-Fletcher-Powell (DFP) y el método de
Broyden-Fletcher-Goldfarb-Shanno (BFGS)), fueron diseñados para tratar proble-
mas multi-dimensionales.


ii . Métodos de b́usqueda directa.


Este tipo de ḿetodos no necesitan ninguna información de la derivada de la función
y son una alternativa complementaria de los métodos anteriores. De igual manera,
existen algoritmos para solucionar problemas unidimensionales como los ḿetodos de
la seccíon dorada, Fibonacci y ḿetodos para resolver problemas multi-dimensionales
como el algoritmo de Hooke-Jeeves, Nelder-Mead y las direcciones conjugadas de
Powell, entre otros muchos más.


Desafortunadamente, estos métodos no garantizan converger alóptimo global. En
la mayoŕıa de los casos, estos métodos dependen de un punto inicial de búsqueda y en
funciones multi-modales es común quedar estancados en regiones donde existenóptimos
locales.
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A continuacíon describiremos losmétodos cĺasicosque han sido adoptados en nuestra
propuesta algorı́tmica.


2.3.1.1. Método de la seccíon dorada


El método de la sección dorada localiza ḿınimos a partir de un rango inicial
y es eficiente para optimizar funciones sin restricciones, unimodales y unidimensiona-
les. El ḿetodo est́a basado en el principio de eliminación de regiones, el cual establece que:


Dado dos puntosx1,x2 ∈ (a,b), tal que,x1 < x2. Para funciones unimodales de minimi-
zacíon, se concluye que:


i . Si f (x1) > f (x2) entonces el ḿınimo no est́a en el intervalo(a,x1).


ii . Si f (x1) < f (x2) entonces el ḿınimo no est́a en el intervalo(x2,b).


iii . Si f (x1) = f (x2) entonces el ḿınimo no est́a en el intervalo(a,x1) y (x2,b).


La idea general de este principio es eliminar regiones en donde no se encuentre el
mı́nimo de la funcíon, baśandose en laseccíon dorada.


Se le conoce como sección dorada, al segmento de recta dividido en dos partes de
acuerdo a laproporción áurea, la cual establece: “La longitud total del segmento a+b es
a la del segmento a, como la magnitud del segmento a es a la de b” (figura 2.3).


a b{
a+b


Figura 2.3: Proporción áurea
a
b


=
a+b


a


En estas condiciones, la razón áureao divina denotada porϕ se deduce a partir de la
relacíon anterior, como sigue:


a
b


=
a+b


a
⇐⇒ a2 = b(a+b)


⇐⇒ a2−ab−b2 = 0


⇐⇒ a =
b±


√
5b2


2


⇐⇒ a = b


(


1±
√


5
2


)


⇐⇒ a
b


=
1±


√
5


2
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dado quea > 0 y b > 0, entonces:ϕ =
a
b


=
1+


√
5


2
≈ 1.618033. Y su reciproco


comúnmente denotado porΦ, es igual a:ϕ−1 =
b
a
≈ 0.618033.


El primer paso de este ḿetodo, consiste en normalizar la variable de la función x y sus
lı́mites(a,b). Al normalizar el espacio de búsqueda se mapea a un intervalo(0,1). De esta
forma, en la primera iteración se evaĺua 2 veces la función objetivo. Despúes de aplicar
el principio de eliminacíon de regíon śolo se evaĺua una vez debido a que el intervalo de
búsqueda se actualiza en un punto. El método de optimización de la sección dorada re-
duce entonces el espacio de búsqueda en unΦn−1, despúes den evaluaciones de la función.


En el algoritmo1, presentamos el pseudo-código del ḿetodo de optimización de la
seccíon dorada.


Algoritmo 1 : Algoritmo de la seccíon dorada
Input : Intervalo de b́usqueda[a,b], una toleranciaε y un ńumero ḿaximo de


iteracionesmaxit
Output : x∗ (punto ḿınimo encontrado)


begin1


aw = 0, bw = 1, Lw = bw−aw;2


it = 0;3


repeat4


w1 = aw +ΦLw;5


w2 = bw−ΦLw;6


x1 = w1∗ (b−a)+a;7


x2 = w2∗ (b−a)+a;8


if f (x1) < f (x2) then9


aw = w2;10


else11


bw = w1;12


end13


Lw = bw−aw;14


it = it +1;15


until (|Lw| < ε ó maxit ≤ it ) ;16


x∗ = x1+x2
2 ;17


end18
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2.3.1.2. Método de Nelder-Mead


Dentro de las t́ecnicas de optimización de b́usqueda directa se encuentra el algoritmo
de Nelder-Mead [53] o simplex no lineal, propuesto originalmente por Spendley [69] para
minimizar funciones multidimensionales, sin restricciones y con dominio en los reales. Este
método se basa en la definición de un simplex∆ de n+ 1 vértices, donden es el espacio
euclidiano del dominio de la función. Antes de describir el ḿetodo, veamos la siguiente
definición.


DEFINICIÓN 4 (SIMPLEX)
Un simplexo n-simplexes la cubierta convexa de un conjunto den+ 1 puntos no


coplanares, es decir, independientes y afines entre sı́, en un espacio euclidiano de dimensión
n. En otras palabras, un simplex es el análogo enn dimensiones de un triángulo, es decir,
un 0-simplexes un punto; un1-simplexes un segmento de una lı́nea; un2-simplexes un
triángulo; y un3-simplexes un tetrahedro (en cada caso, con su interior).


De acuerdo a Nelder y Mead, el simplex puede ser construido a partir de unúnico
vértice∆0. De esta manera, los siguientesn vértices del simplex se definen con base en:


∆i = ∆0 +δ1ui +
n


∑
j=1, j 6=i


δ2u j (2.3)


dondei = {1,2, . . . ,n}, δ1 =
α


n
√


2


(√
n+1+n−1


)


, δ2 =
α


n
√


2


(√
n+1−1


)


y uk es el


vector unitario en la k-́esima posicíon. En el caso particular deα = 1 se tendŕa un simplex
con v́ertices equidistantes; aéste se lo conoce como simplex regular.


Para definir completamente el algoritmo, se deben especificar cuatro paŕametros esca-
lares que controlan los movimientos que se realizan en el simplex: reflexíon (α), expansíon
(γ), contraccíon (β) y reduccíon (δ). De acuerdo al artı́culo original de Nelder-Mead, estos
paŕametros deben satisfacer:


α > 0, γ > 1, 0 < β < 1 y 0< δ < 1


los paŕametros que a Nelder y Mead les dieron buenos resultados y hansido adoptados
como est́andares son:


α = 1, β =
1
2
, γ = 2 y δ =


1
2


aunquéestos pueden variar dependiendo del tipo de problema que se desee resolver.


Teniendo en cuenta unn-simplex∆, cuyos v́ertices∆i ∈ ∆ ⊂ Rn; i = {0,1, . . . ,n} est́an
ordenados de acuerdo a:f0 ≤ f1 ≤ . . . ≤ fn donde fi = f (∆i), podemos establecer a∆0


como el mejor punto y∆n como el peor. En estas condiciones, los movimientos que realiza
el método de Nelder-Mead en elsimplexson:
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1. Reflexión. Calcula lareflexíondel peor v́ertice, i.e. del punto∆n (figura2.4.b):


~xr = (1+α)~xc−α∆n


donde~xc es elcentroidede losn mejores puntos calculado por:~xc = 1
n


n−1
∑


i=0
∆i


2. Expansión. Calcula laexpansíondel punto reflejado (figura2.4.c):


~xe = (1+αγ)~xc−αγ∆n


3. Contracción. Calcula lacontraccíonentre~xc y el mejor de∆n y~xr :


a) Contraccíon externa (figura2.4.d).


~xce = (1+αβ)~xc−αβ∆n


b) Contraccíon interna (figura2.4.e)


~xci = (1−β)~xc +β∆n


4. Reduccíon. Se calcula evaluandof de los n puntos~vi = ∆0 + δ(∆i − ∆0), pa-
ra i = {1, . . . ,n}. Los nuevos v́ertices del simplex en la próxima iteracíon seŕan
∆0,~v1,~v2, . . . ,~vn figura2.4.f).


La lógica completa del ḿetodo se muestra en el algoritmo2.


D1


D0


D2


D3


D1


D0


D2


xr


D1


D0


D2


xe


D1


D0


D2


xce


D1


D0


D2


xci


D0


v1


v3


a) simplex
inicial


b) reflexión c) expansión


d) contracción
externa


e) contracción
interna


f) reducción


v2


Figura 2.4: Posibles movimientos del algoritmo de Nelder-Mead.
En este caso, el simplex minimiza una función enR3
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Algoritmo 2 : Algoritmo de Nelder-Mead
Input : ∆(simplex inicial), f y maxit
Output :~x∗ (punto ḿınimo encontrado)


begin1


it = 0;2


while it < maxit do3


Ordenar ascendentemente cada∆i ∈ ∆ en base al valor def (∆i);4


Calcular~xr ; /* reflexi ón */5


casef (∆0) ≤ f (~xr) < f (∆n−1)6


∆n = xr ;7


end8


casef (~xr) < f (∆0)9


Calcularxe; /* expansi ón */10


if f (~xe) < f (~xr) then ∆n =~xe;11


else ∆n =~xr ;12


end13


casef (~xr) ≥ f (∆n−1)14


if f (∆n−1) ≤ f (~xr) < f (∆n) then15


Calcular~xce; /* contracci ón externa */16


if f (~xce) ≤ f (~xr) then ∆n =~xce;17


else Reducir el simplex∆; /* reducci ón */18


else if f (~xr) ≥ f (∆n) then19


Calcular~xci; /* contracci ón interna */20


if f (~xci) < f (∆n) then ∆n =~xci;21


else Reducir el simplex∆; /* reducci ón */22


end23


end24


it ++;25


end26


~x∗ = ∆i| mı́n
∀∆i∈∆


{ f (∆i)};
27


end28
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2.3.2. Métodos no cĺasicos


Los métodos no cĺasicos o estoćasticos, se caracterizan por utilizar reglas de transición
probabiĺıstica. Entre ellos destacan los algoritmos evolutivos, que en losúltimos ãnos
se han vuelto muy populares. Esta clase de algoritmos en comparacíon, son nuevos y
bastante requeridos debido a que poseen ciertas propiedades de las que los algoritmos
determińısticos carecen.


Pero no śolo el ćomputo evolutivo se ha empleado para lidiar con problemas deoptimi-
zacíon. Algoritmos bio-inspirados como la optimización por ćumulos de partı́culas (Par-
ticle Swarm Optimization) [34], colonia de hormigas (Ant Colony) [18], adeḿas de otras
técnicas de b́usqueda heurı́stica como el recocido simulado (Simulated Annealing) [35] y
la búsqueda tab́u (Tabu Search) [25], han sido de gran utilidad para tratar también con
problemas de optimización.


2.4. Optimización multiobjetivo


La optimizacíon multiobjetivo trata de resolver problemas en los cuales se requiere op-
timizar simult́aneamente un conjunto de funciones. Comúnmente, dichas funciones entran
en conflicto unas con otras, de tal forma que optimizar una función implica deteriorar el
desempẽno de otras.


DEFINICIÓN 5 (PROBLEMA DE OPTIMIZACI ÓN MULTIOBJETIVO (POM))
Se define como encontrar un vector~x∗ que satisfaga lasm restricciones de desigualdad:


gi(~x
∗) ≤ 0;i = 1,2, . . . ,m (2.4)


las p restricciones de igualdad:


h j(~x
∗) = 0; j = 1,2, . . . , p (2.5)


y optimice el vector de funciones objetivo:


~f (~x) = [ f1(x), f2(x), . . . , fk(x)]
T


El conjunto de restricciones dadas por las ecuaciones2.4y 2.5, determina laregión factible
Ω y cualquier vector~x∈ Ω define unasolucíon factible. El vector de funciones~f (~x) es una
función que mapea el conjuntoΩ al conjuntoΛ y que contiene todos los valores posibles
de las funciones objetivo (ver figura2.5).


DEFINICIÓN 6 (VECTOR IDEAL)
Dado un vector de variables:


~x∗(i) = [x∗(i)1 ,x∗(i)2 , . . . ,x∗(i)n ]T
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W= ÎÂ{x }
n


L= ÎÂ{y }
k


Espacio de las variables de decisión Espacio de las funciones objetivo


F


x1


x2


f1


f2


f3


Figura 2.5: Mapeo de evaluación de un POM, paran = 2 y k = 3


que optimiza lai-ésima funcíon objetivo fi(~x), es decir,~x∗(i) ∈ Ω es tal que:


fi(~x
∗(i)) = óptimo fi(~x)


entonces, el vector~f ∗(~x) = [ f ∗1 (~x), f ∗2 (~x), . . . , f ∗k (~x)]T (donde f ∗i (~x) denota eĺoptimo de la
i-ésima funcíon objetivo) es ideal para un POM y el punto correspondiente en Rn es una
solucíon ideal (ut́opica).


Cuando se tiene ḿas de una función objetivo, el concepto déoptimo cambia, ya que en
este tipo de problemas el objetivo es llegar a un buen compromiso, en lugar de unáunica
solucíon como en el caso de la optimización global.


La nocíon deóptimo en problemas multiobjetivo fue originalmente propuesta por Fran-
cis Y. Edgeworth en 1881 [20] y generalizada por Vilfredo Pareto en 1896 [55]. El concepto
deóptimo de Pareto se presenta formalmente en la siguiente definición.


DEFINICIÓN 7 (ÓPTIMO DE PARETO)
SeaI = {1, . . . ,k} y Ω el conjunto de soluciones factibles, decimos que un vector de


variables de decisión~x∗ ∈ Ω es unóptimo de Pareto, si para toda~x∈ Ω se cumple:


i. ∀i ∈ I : fi(~x∗) ≤ fi(~x)


ii . ∃ j ∈ I : f j(~x∗) < f j(~x)
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Frente de Pareto


Soluciones no dominadas


Soluciones dominadas


A


B


C


f2


f1


Figura 2.6: Dominancia de Pareto


DEFINICIÓN 8 (DOMINANCIA DE PARETO)
SeaI = {1, . . . ,k}, se dice que un vector~u = (u1, . . . ,uk) domina a otro~v = (v1, . . . ,vk)


(denotado por~u�~v) si y śolo si~u es parcialmente menor a~v, es decir, si se cumple:


i. ∀i ∈ I : ui ≤ vi


ii . ∃ j ∈ I : u j < v j


En otras palabras, para que una solución domine a otra,́esta debe ser estrictamente
mejor en al menos un objetivo y no peor en ninguno de los otros.En la figura2.6, la
solucíonA domina a la soluciónB ya que es mejor tanto enf1 como enf2, sin embargo, no
domina aC ya que no es mejor.


DEFINICIÓN 9 (CONJUNTO DEÓPTIMOS DEPARETO)
Para un POM dado~f (~x), el conjunto déoptimos de Pareto denotado porP ∗ se define


como:
P ∗ = {~x∈ Ω : ∄~x∗ ∈ Ω : ~f (~x∗) � ~f (~x)}


DEFINICIÓN 10 (FRENTE DEPARETO)
Para un POM dado con un vector de funciones~f (~x) y un conjunto déoptimos de Pareto


P ∗, el frente de Pareto, denotado porP F ∗, se define como:


P F ∗ = {~f (~x) = [ f1(~x), . . . , fk(~x)] :~x∈ P ∗}
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En general, no es posible tener una expresión anaĺıtica de la ĺınea o superficie que con-
tenga a los puntos que conforman el frente de Pareto. Por tanto, el procedimiento normal
para generar el frente de Pareto, es obtener el conjunto de puntos factiblesΩ y los valo-
res correspondientes def (~x) para toda~x ∈ Ω. Cuando hay un ńumero suficiente de ellos,
entonces es posible determinar los puntos no dominados y producir el frente de Pareto.


2.5. Técnicas de optimizacíon multiobjetivo


En esta sección revisaremos brevemente algunas técnicas tradicionales analı́ticas, que
son utilizadas para solucionar POM. Cohon y Marks [11] proponen una clasificación de
estas t́ecnicas, la cual ha sido la más popular en la comunidad de investigación de opera-
ciones:


1. Métodos a priori. Se toman decisiones antes de la búsqueda (decidir ⇒ buscar).
Es decir, el usuario especifica sus preferencias, expectativas y opiniones antes de
ejecutar la b́usqueda.


2. Métodos a posteriori. Buscar antes de tomar decisiones (buscar⇒ decidir). Despúes
de encontrar el conjunto déoptimos de Pareto, el usuario selecciona las mejores
alternativas de acuerdo a su criterio.


3. Métodos progresivos. Integra la b́usqueda con la toma de decisiones (decidir⇔ bus-
car). El usuario tiene una participación activa durante el proceso de solución del
POM.


Otras clasificaciones son posibles (p.ej., la que presenta Duckstein [19]). Sin embargo,
para fines de este trabajo adoptaremos la propuesta hecha porCohon y Marks, debido
a que su clasificación se enfoca a los problemas de búsqueda y toma de decisiones. A
continuacíon presentaremos algunos métodos de acuerdo a la clasificación anterior.


2.5.1. Métodos a priori


2.5.1.1. Método de programacíon de metas


La programacíon de metas (goal programming) fue desarrollada por Abraham Charnes
y William Cooper [8] en 1961, para tratar con POMs en modelos lineales y este trabajo
jugó un papel predominante en la aplicación de esta t́ecnica a problemas industriales. En
este ḿetodo, el disẽnador tiene asignado sus objetivos o metas que desee lograr para cada
objetivo. Estos valores son incorporados al problema como una restriccíon adicional. La
función objetivo trata de minimizar la desviación absoluta entre el valor alcanzado y el
objetivo. En su forma ḿas simple este enfoque puede ser formulado como sigue:


mı́n
k


∑
i=1


| fi(~x)−Ti |, sujeto a~x∈ Ω (2.6)
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dondeTi denota la meta propuesta por el diseñador para lai-ésima funcíon objetivo fi(~x) y
la regíon factibleΩ .


2.5.1.2. Método lexicogŕafico


En este ḿetodo, los objetivos se jerarquizan de acuerdo a su importancia en el proble-
ma, quedando en primer lugar el más importante. De esta manera, la solución óptima~x∗ es
obtenida minimizando las funciones objetivo, empezando con la más importante y proce-
diendo de acuerdo al orden establecido. El valor que se obtiene como consecuencia de cada
minimizacíon, se convierte en una restricción para la siguiente función a minimizar y este
procedimiento contińua hasta evaluar elúltimo objetivo. El procedimiento de este método
se presenta a continuación:


1. ḿın
x∈Ω


f1(~x) = α1


2. ḿın
x∈Ω


{ f2(~x)| f1(~x) ≤ α1} = α2


...
...


n. ḿın
x∈Ω


{ fn(~x)| f1(~x) ≤ α1, . . . , fn−1(~x) ≤ αn−1} = αn


En t́erminos generales, la formulación del problema puede escribirse como:


mı́n
x∈Ω


fi(~x)


sujeto a: ḿın
x∈Ω


fk(~x) ≤ αk, tal que,k = {1,2, . . . ,n−1} (2.7)


La solucíon obtenida al final~x∗k es tomada como la solución deseada~x∗ del problema.


2.5.2. Métodos a posteriori


2.5.2.1. Combinación lineal de pesos


En 1963, Lofti Zadeh fue el primero en mostrar que con la tercera condicíon de Kuhn-
Tucker sobre soluciones no inferiores, se puede plantear unproblema de optimización mul-
tiobjetivo como un problema de optimización global, tomando como función objetivo a la
suma de las funciones objetivo originales [84]. Lo anterior se puede formular mediante la
ecuacíon2.8.


mı́n
k
∑


i=1
wi fi(~x)


sujeto a:~x∈ Ω
(2.8)


dondewi ≥ 0 para todoi y es estrictamente positivo para al menos un objetivo. Los pesos
wi no reflejan proporcionalmente la importancia relativa de las funciones objetivo (a menos
que los valores de las funciones objetivo estén escalados adecuadamente), pero cuando se
vaŕıan, se obtienen diferentes soluciones del conjunto deóptimos de Pareto.
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2.5.2.2. Método de la restriccíon ε


El método de la restricciónε, tambíen se deriva de la tercera condición de Kunh-Tucker
y ha sido uno de los ḿas utilizados para resolver problemas de optimización multiobjetivo,
convexos y no convexos. La idea de este método es minimizar una función objetivo a la
vez, considerando los otros objetivos como restricciones por algunos niveles permitidosεl .
Variando los nivelesεl , las soluciones no inferiores del problema pueden ser obtenidas.
Este problema puede ser formulado como lo muestra la ecuación2.9.


mı́n fr(~x)
sujeto a:fl (~x) ≤ εl paral = {1,2, . . . ,k} y l 6= k


(2.9)


dondeεl asume valores de las funciones objetivo que no deben ser excedidos.


La ventaja principal del ḿetodo, se presenta cuando se convierte el POM en un pro-
blema de optimización global con una restricción ε. En estas circunstancias, es posible
utilizar cualquier ḿetodo de optimización mono-objetivo para minimizar cada función por
separado. Para una explicación más detallada del ḿetodo ver [54].


2.5.3. Métodos progresivos


Los métodos progresivos operan básicamente en tres etapas:


i. Encontrar una solución no dominada.


ii . Se pone a consideración del disẽnador la solucíon encontrada, con el fin de modificar
las preferencias de los objetivos de acuerdo a su criterio.


iii . Repetir los pasosi y ii hasta que el diseñador est́e satisfecho de las soluciones obte-
nidas o no haya mejoras considerables.


A continuacíon describiremos brevemente uno de estos métodos.


2.5.3.1. Método del escaĺon


La idea b́asica es converger hacia la mejor solución en el sentido min-max, en no más
de k pasos, dondek es el ńumero de objetivos. Esta técnica eśutil, principalmente para
resolver problemas lineales. Inicia de un punto ideal y se desarrolla en seis etapas, como
plantea Cohon [12].


1. Construir una tabla de soluciones marginales, optimizando cada funcíon objetivo por
separado.


2. Calcular, para cada función objetivo:


α(i) =
M(i)−m(i)


M(i)


[


J


∑
j=1


c(i, j)


]2
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donde:M(i) = máx fi(~x), m(i) = mı́n fi(~x), y c(i) =coeficiente de costo deli-ésimo
objetivo lineal. Se asigna cero alı́ndice de la iteración (k = 0).


3. Calcular∏(i) =
α(i)


∑α(i)
y se resuelve el problema min-max. La solución es llamada


x(k).


4. Se presenta la solución al disẽnador:


a) Si la solucíon es satisfactoria, se detiene el algoritmo.


b) Si la solucíon no es satisfactoria yk < p−1, ir al paso 5.


c) Si la solucíon no es satisfactoria yk> p−1, se detiene el algoritmo. Se requiere
un procedimiento o al menos una redefinición del problema.


5. El disẽnador selecciona un objetivo satisfecho por la solución y determina la cantidad
por la cual puede ser decrementada con el fin de mejorar los otros objetivos. Si esto
no se puede hacer, entonces se requiere de otro enfoque.


6. Definir una nueva restricción que disminuya el objetivo seleccionado en el paso 5.
Seaα(i) = 0 para ese objetivo, se incrementak en uno y se va al paso 3.


La debilidad de esta técnica, radica en que se asume que no existe una mejor solución
quex(k), si ésta no es encontrada después de haber ejecutado los seis pasos del algoritmo.


En el siguiente capı́tulo mencionaremos otro tipo de métodos de optimización mul-
tiobjetivo, que est́an basados en reglas de transición probabiĺısticas. Concretamente nos
referiremos al estado del arte de los algoritmos evolutivosmultiobjetivo.
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CAPÍTULO 3


CÓMPUTO EVOLUTIVO


MULTIOBJETIVO


3.1. Introducci ón


En la actualidad, existen alrededor de treinta técnicas de optimización multiobjetivo en
la literatura de investigación de operaciones [49]. La mayoŕıa de ellas están limitadas a
frentes de Pareto con ciertas caracterı́sticas (p.ej., convexos). Además, suelen generar una
sola solucíon por ejecucíon y requerir un punto inicial de búsqueda.


El potencial de los algoritmos evolutivos para resolver problemas de optimización
multiobjetivo se remonta a finales de los 1960s, desde la tesis doctoral de Rosenberg [62],
la cual indićo la posibilidad de usar algoritmos genéticos en este dominio. Sin embargo,
el primer intento real por extender un algoritmo evolutivo aproblemas multiobjetivo,
es el trabajo desarrollado por J. David Schaffer [64]. Su algoritmo, denominadoVector
Evaluated Genetic Algorithm(VEGA) fue la entrada formal del cómputo evolutivo a la
optimizacíon multiobjetivo.


En cuanto a sus principios básicos, los algoritmos evolutivos multiobjetivo pueden
clasificarse en dos grupos. Los que utilizan directamente los conceptos de Pareto y los que
no, siendo los primeros los de nuestro interés.


Históricamente, se pueden considerar dos etapas fundamentalesque han marcado el
desarrollo de los algoritmos evolutivos, basados en los conceptos de Pareto:


1. Primera generacíon. Es una etapa en la cual se desarrollaron algoritmos relativamen-
te simples que hacı́an uso de enfoques rudimentarios, como funciones agregativas
lineales, y ḿetodos lexicogŕaficos. Se desarrollaron también los primeros algoritmos
evolutivos multiobjetivo basados en jerarquización de Pareto, los cuales usan primor-
dialmente nichos y compartición de aptitud [16] como su estimador de densidad.
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2. Segunda generación. Se introduce el concepto de elitismo. De esta manera, se in-
troduce el uso de la selección extintiva o positiva (+) y se populariza el uso de po-
blaciones secundarias. Los algoritmos de segunda generación enfatizan la eficiencia
computacional.


En las siguientes secciones, describiremos brevemente losalgoritmos evolutivos mul-
tiobjetivos basados en los principios de Pareto, de acuerdoa las etapas de su desarrollo.
Pondremos especialénfasis en nuestra discusión del NGSA-II dado que es la técnica adop-
tada en este trabajo.


3.2. Algoritmos de primera generacíon


3.2.1. Vector Evaluated Genetic Algorithm (VEGA)


Con el objetivo de superar las dificultades de los métodos agregativos, Schaffer
propuso en 1985 elVector Evaluated Genetic Algorithm(VEGA) [64]. En la literatura,
VEGA es considerada como una de las técnicas ḿas populares en la categorı́a de las que
no incorporan el concepto déoptimo de Pareto. En términos generales, VEGA divide
la poblacíon en tantas subpoblaciones como objetivos existan. Estas subpoblaciones se
mezclan entre sı́ a fin de obtener una nueva población del mismo tamãno que la original.
En la etapa de selección, cada individuo se elige de acuerdo al objetivo relevanteen
su poblacíon. Despúes de recombinar a los individuos de la población, se aplican los
operadores de cruza y mutación como en un algoritmo genético simple.


El principal problema de VEGA del que Schaffer se percató, es que las soluciones
generadas por el algoritmo eran no dominadas localmente, yaque la dominancia se limitaba
a la subpoblación en proceso. De esta manera, un individuo que es no dominadoen una
cierta generación puede resultar dominado por otro individuo que emerja en una generación
posterior.


3.2.2. Multi-objective Genetic Algorithm (MOGA)


En 1993, Fonseca y Fleming presentaron una variación de la t́ecnica propuesta por
Goldberg [26], a la que llamaronMulti-objective Genetic Algorithm(MOGA) [24]. En esta
técnica la jerarqúıa de un individuo corresponde al número de individuos de la población
por los cuales es dominado. Consideremos, por ejemplo, un individuo xi en la generación t,


el cual es dominado porp(t)
i individuos en la generación actual. La jerarqúıa de un individuo


es calculada por:


rank(xi, t) = 1+ p(t)
i


Todos los individuos no dominados de la población tiene como jerarquı́a 1, mientras
que los dominados, son penalizados de acuerdo a la densidad correspondiente a la región
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donde se ubiquen dentro del espacio de las funciones objetivo. El pseudo-ćodigo de MOGA
se muestra en el algoritmo3


Algoritmo 3 : Multi-objective Genetic Algorithm (MOGA)
Input : Un número ḿaximo de generacionesmaxgen


Output : Una poblacíon evolucionada


begin1


Inicializar poblacíon;2


Evaluar poblacíon de acuerdo a las funciones objetivo;3


Asignar jerarqúıa con base en dominancia de Pareto;4


Obtener el ńumero de contador de nicho;5


Asignar aptitud linealmente escalada;6


Asignar valor de bondad compartido (Shared fitness);7


for i = 1 to maxgen do8


Seleccionar mediante muestreo estocástico universal;9


Cruza en un punto;10


Mutación;11


Evaluar poblacíon de acuerdo a las funciones objetivo;12


Asignar jerarqúıa con base en dominancia de Pareto;13


Obtener el ńumero de contador de nicho;14


Asignar aptitud linealmente escalada;15


Asignar valor de bondad compartido (Shared fitness);16


end17


end18


3.2.3. Niched-Pareto Genetic Algorithm (NPGA)


Este ḿetodo fue propuesto por Horn y Nafpliotis en 1994 [31]. Consiste en un AG
simple, que utiliza una selección mediante torneos binarios basados en la dominancia de
Pareto. La idea de la selección consiste en elegir aleatoriamente dos individuos, los cuales
son comparados con otros individuos, que están dentro de un subconjunto de la población
(comúnmente, 10 % del total de la población). Si uno de los dos individuos domina a los
individuos del subconjunto de la población, entonces es el ganador del torneo. Si los dos
dominan o son dominados, entonces se aplica el número de contador de nicho y gana el in-
dividuo que est́e en un nicho con menor densidad. El algoritmo4 muestra el procedimiento
general del NPGA.


3.2.4. Non-dominated Sorting Genetic Algorithm (NSGA)


Esta estrategia fue propuesta por Srinivas y Deb en 1994 [70]. Se basa en clasificar a
la poblacíon en niveles o capas de dominación (idea original de Goldberg [26]). Los indi-
viduos son jerarquizados de acuerdo a su dominancia con otros individuos, de tal manera
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Algoritmo 4 : Niched-Pareto Genetic Algorithm (NPGA)
Input : Un número ḿaximo de generacionesmaxgen


Output : Una poblacíon evolucionada


begin1


Inicializar poblacíon;2


Evaluar poblacíon de acuerdo a las funciones objetivo;3


for i = 1 to maxgen do4


Aplicar seleccíon de torneo binario especial;5


case(ind1 � ind2):6


seleccionarind1;7


case(ind2 � ind1):8


seleccionarind2;9


case(ind1 � ind2 y ind2 � ind1):10


seleccionar individuo con el menor contador de nicho;11


Aplicar cruza en un punto;12


Aplicar mutacíon;13


Evaluar poblacíon de acuerdo a las funciones objetivo;14


end15


end16


que los individuos no dominados con respecto a toda la población, pertenecen a la primera
capa. A los individuos de la primera capa se les asigna un valor de aptitud “falso” (dummy
fitness). Para determinar qué individuos pertenecen a las siguientes capas, se eliminanlos
individuos de la primera capa de la población y se vuelven a determinar las soluciones no
dominadas, las cuales pertenecerán a la segunda capa y ası́ sucesivamente con los indivi-
duos restantes de la población (ver figura3.1). Los individuos de la segunda capa tendrán
una aptitud “falsa” inferior que la de los individuos de la primera capa y ası́ sucesivamente.
Se usa también comparticíon de aptitud [16], pero en el espacio de las variables de decisión.
El algoritmo5 describe el pseudo-código de este ḿetodo.
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f2 Primer nivel jerárquico


Segundo nivel jerárquico


Tercer nivel jerárquico


Cuarto nivel jerárquico


f1


Figura 3.1: Jerarquización de niveles de dominancia


Algoritmo 5 : Non-dominated Sorting Genetic Algorithm (NSGA)
Input : Un número ḿaximo de generacionesmaxgen


Output : Una poblacíon evolucionada


begin1


Inicializar poblacíon;2


Evaluar poblacíon de acuerdo a las funciones objetivo;3


Asignar jerarqúıa con base en la dominancia de Pareto en cada frente;4


Obtener el ńumero de contador de nicho;5


Se asigna el valor de bondad compartido (Shared fitness);6


for i = 1 to maxgen do7


Aplicar seleccíon mediante muestreo estocástico universal;8


Aplicar operadores de cruza y mutación;9


Evaluar poblacíon de acuerdo a las funciones objetivo;10


Asignar jerarqúıa con base en la dominancia de Pareto en cada frente;11


Obtener el ńumero de contador de nicho;12


Se asigna el valor de bondad compartido;13


end14


end15
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3.3. Algoritmos de segunda generación


3.3.1. Strength Pareto Evolutionary Algorithm (SPEA)


El Strength Pareto Evolutionary Algorithm(SPEA) fue propuesto por Zitzler y Thiele
en 1999 [88]. Su concepcíon se fundamenta en la integración de diferentes algoritmos
evolutivos multiobjetivo. El pseudo-código del ḿetodo se presenta en el algoritmo6. SPEA
utiliza un archivo que contiene las soluciones no dominadasencontradas previamente
(tambíen se le conoce como conjunto externo no dominado). En cada generacíon, los
individuos no dominados se copian al conjunto externo no dominado. Para cada individuo
del conjunto externo, se calcula un valor de fortaleza (strength value). Este valor es similar
a la jerarqúıa de MOGA y es proporcional al número de soluciones a las que un individuo
domina. La aptitud de cada miembro de la población actual, se calcula de acuerdo al valor
de fortaleza de todas las soluciones externas no dominadas queéste domina. Para proveer
diversidad a la población, se utiliza una técnica de ćumulos (clustering) llamada ḿetodo de
enlace promedio (average linkage method) [50], la cual penaliza a las soluciones vecinas
más cercanas a la que se está evaluando.


Algoritmo 6 : Strength Pareto Evolutionary Algorithm (SPEA)
Input : Un número ḿaximo de generacionesmaxgen


Output : Una poblacíon evolucionada


begin1


Inicializar poblacíonP;2


Evaluar poblacíon de acuerdo a las funciones objetivo;3


Crear un conjunto vacı́o E;4


for i = 1 to maxgen do5


Copiar las soluciones no dominadas deP aE;6


Eliminar los elementos deE que son dominados por otro miembro deE;7


PodarE (utilizando clustering) cuando la capacidad máxima deE ha sido8


excedida;
Calcular aptitud de cada individuo enP y enE;9


Seleccionar mediante torneo binario con reemplazo para seleccionar10


individuos deP+E (operacíon de uníon) hasta que la piscina de la población
est́e llena;
Aplicar cruza y mutacíon;11


Evaluar poblacíon de acuerdo a las funciones objetivo;12


end13


end14
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3.3.2. Strength Pareto Evolutionary Algorithm 2 (SPEA 2)


Fue presentado en 2001 por Zitzler, Laumanns y Thiele [87]. Tiene tres diferencias
principales con respecto a su antecesor:


i. Incorpora una estrategia de asignación de aptitud de grano-fino (fine-grainedfitness),
que por cada individuo toma en cuenta el número de individuos a los que domina y
el número de individuos por los cuales es dominado.


ii . Utiliza una t́ecnica de estimación del vecino ḿas cercano que guı́a la b́usqueda de
una manera ḿas efectiva.


iii . Presenta un ḿetodo mejorado de truncamiento del archivo, que garantiza la preser-
vación de las soluciones de los extremos del frente de Pareto.


Además, el SPEA 2 utiliza un algoritmo declusteringde menor complejidad compu-
tacional que su predecesor.


3.3.3. Pareto Archived Evolution Strategy (PAES)


La Pareto Archived Evolution Strategy(PAES) fue presentada por Knowles y Corne
en el ãno 2000 [37]. La idea del enfoque es muy simple tal y como se muestra en el
pseudo-ćodigo del algoritmo7. PAES consiste en una estrategia evolutiva (1+1), en com-
binacíon con un archivo histórico que almacena algunas de las soluciones no dominadas
encontradas previamente. Este archivo es usado como un conjunto de referencia contra
el cual se compara cada individuo mutado. Esto es análogo al torneo que se usa en el NPGA.


PAES tambíen utiliza un nuevo enfoque para mantener diversidad, el cual consiste de
un procedimiento de agrupamiento que divide el espacio de las funciones objetivo de una
manera recursiva. Cada solución se sit́ua en una rejilla de localización, con base en los
valores de las funciones objetivo. Se mantiene un mapa de dicha rejilla y un conteo del
número de soluciones que residen en cada retı́cula de la misma. Dado que el procedimiento
es adaptativo, no se requieren parámetros extras en el algoritmo. Más áun, el procedimiento
tiene una baja complejidad en comparación con los ḿetodos basados en nichos [38].


3.3.4. Non-dominated Sorting Genetic Algorithm-II (NSGA-II)


En el ãno 2000, Deb, Agrawal, Pratap y Meyarivan, presentaron una segunda versión
del algoritmo NSGA [15]. El NSGA-II hered́o la estructura principal de su antecesor, pero
cuenta con mejoras muy significativas que lo hacen más eficiente (computacionalmente
hablando) y las cuales mejoran sustancialmente su desempeño.
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Algoritmo 7 : Pareto Archived Evolution Strategy (PAES)
Input : Un número ḿaximo de generacionesmaxgen


Output : Una poblacíon evolucionada


begin1


Inicializar poblacíon con un solo padrep, evaluar su aptitud y agregarlo a un2


archivo externo;
for i = 1 to maxgen do3


Mutar ap para producir un individuo hijoc y evaluar su aptitud;4


case(p� c)5


Descartarc;6


case(c� p)7


Reemplazar ap porc, y agregar ac al archivo;8


case(c sea dominada por alǵun miembro del archivo)9


Descartarc;10


else11


Aplicar la prueba para (p, c y el archivo) para determinar cuál llegaŕa a12


ser la nueva solución actual (p) y si se incluiŕa ac en el archivo;
end13


end14


Las caracterı́sticas que enmarca al algoritmo NSGA-II son:


El ordenamiento no dominado mediante una técnica de comparación que utiliza una
subpoblacíon auxiliar, que le permite disminuir la complejidad de ordenacíon de
O(MN3) a O(MN2), dondeM es el ńumero de funciones objetivo yN el tamãno
de la poblacíonP.


El uso de una t́ecnica de agrupación (crowding), que no requiere especificar paráme-
tros adicionales para la preservación de diversidad en la población, eliminando la
dependencia del parámetroσshare(el radio de nicho) utilizado por el NSGA original.


La asignacíon de valores de aptitud con base en los niveles o jerarquı́as de no domi-
nancia (rank), aunque se considera en el procedimiento de asignación a los valores
de distancia de crowding utilizados para evaluar la diversidad de las soluciones.


A continuacíon, describiremos las diferentes fases que componen al NSGA-II, para
posteriormente describir la mecánica completa del algoritmo.


3.3.4.1. Enfoque del ordenamiento ŕapido no dominado


Para entender claramente este enfoque, primero describiremos un procedimiento
sencillo y lento para ordenar una población, en sus distintos niveles de no dominación.
Despúes, describiremos el enfoque rápido propuesto para el NSGA-II.
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En un enfoque sencillo, para identificar las soluciones del primer frente no dominado
en una población de tamãno N, se requiere comparar cada solución con el resto de la
poblacíon para determinar si es dominada. Esto requiereO(MN) comparaciones para
cada solucíon, dondeM es el ńumero de funciones objetivo. Cuando este procedimiento
contińua para encontrar todos los miembros del primer frente no dominado, la complejidad
total es deO(MN2). Para encontrar los individuos del segundo frente no dominado, se
eliminan temporalmente de la población las soluciones del primer frente y se utiliza el
mismo procedimiento que en el primer caso. De esta manera, elpeor caso ocurre cuando
hayN frentes, es decir, cuando existe unaúnica solucíon en cada frente. En este caso, se
requiere un esfuerzo computacional deO(MN3) comparaciones.


En el enfoque de ordenamiento rápido no dominado, para cada individuop de la po-
blación P se determina el valor de dos entidades: 1) un contador de dominacíon np, que
indica el ńumero de soluciones que domina la solución p y 2) un conjunto de solucionesSp


que la solucíon p domina. Esto requiere deO(MN2) comparaciones. Todas las soluciones
en el primer frente no dominado (F1), tendŕan su contador de dominancianp igual a cero
puesto que ninguna solución las domina. Por cada solución p con np = 0, se visita cada
miembroq del conjuntoSp y se decrementa su contador en uno. Al hacerlo, si para algún
miembroq el contador de dominación llega a ser cero, este punto se agrega a una listaQ.
Todos los miembros deQ pertenecen al segundo frente no dominado (F2). Se contińua con
el procedimiento anterior con cada miembro deQ y se forma el tercer frente no dominado
(F3). Este procedimiento se mantiene, hasta que todos los frentes (Fi) son identificados.
El pseudo-ćodigo del enfoque se muestra en el algoritmo8, dondeprank y qrank denotan el
rango jeŕarquico de las solucionesp y q, respectivamente.


3.3.4.2. Preservacíon de la diversidad en la poblacíon


Durante la convergencia hacia el conjunto deóptimos de Pareto, es deseable que un
algoritmo mantenga una buena dispersión en el conjunto de soluciones obtenido. El NS-
GA utiliza el enfoque conocido como función de comparticíon (sharing function), la cual
permite mantener diversidad en la población. Sin embargo, dicha función involucra asignar
un valor a un paŕametro conocido comoσshare (radio de nicho). Este parámetro est́a rela-
cionado directamente con la medición de la distancia entre los individuos de la población
y no existe un procedimiento sistematizado para encontrar su valor ḿas adecuado. En el
NSGA-II, este paŕametro se ha sustituido por el enfoque denominado comparación de agru-
pamiento (croweded-comparison). De esta manera, no se requiere definir algún paŕametro
para mantener la diversidad en la población. Antes de definir el operador de comparación
de agrupamiento, se definirá el concepto de estimación de densidad (density-estimation
metric) y el operador de comparación de agrupamiento (crowded-comparison operator).
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Figura 3.2: Distancia de agrupamiento


1) Estimacíon de densidad (density-estimation metric).


Para obtener una estimación de la densidad de las soluciones circundantes en una so-
lución en particular, se calcula la distancia promedio de dos puntos vecinos, uno en
cada lado del punto de interés, utilizando el valor de sus funciones objetivo. Esta can-
tidadidist sirve como un estimador del perı́metro del cuboide formado por los vecinos
más cercanos como los vértices; a esto se le conoce como distancia de agrupamiento
(crowding distance) y se ilustra gŕaficamente en la figura3.2.


El valor de la distancia de agrupamiento deli-ésimo individuo en su frente, es la
longitud promedio de sus lados. El procedimiento para calcular la distancia de agru-
pamiento, requiere ordenar descendentemente la población de acuerdo con el valor
de cada funcíon objetivo. Despúes, por cada función objetivo se asigna un valor de
distancia infinito a los individuos que están en los extremos (individuos con el menor
y mayor valor). Al resto de las soluciones, se les asigna un valor de distancia norma-
lizado, que es igual al valor absoluto de la diferencia de lo valores de la funciones,
correspondientes a los puntos adyacentes. El valor de la distancia de agrupamiento,
se calcula como la suma de los valores de todas las distanciasde los elementos corres-
pondientes a cada objetivo. Se normaliza cada función objetivo antes de calcular la
distancia de agrupamiento. El algoritmo9, muestra el procedimiento para calcular
la distancia de agrupamiento de todas las soluciones en un conjunto no dominado
(I ). En el algoritmo9, I [i].m es el valor de lam-ésima funcíon objetivo correspon-
diente ali-ésimo individuo del conjunto ordenadoI . Los paŕametrosf mı́n


m y f máx
m son


el máximo y ḿınimo valor de lam-ésima funcíon, respectivamente. La complejidad
computacional de este procedimiento está relacionada directamente con el proceso
de ordenamiento, ya que se requierenM ordenaciones independientes de a lo más
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N individuos. En el peor de los casos, cuando toda la población est́a en el frente
I , la complejidad que se tiene esO(MN logN). Cuando los miembros del conjuntoI
tienen asignado un valor de la distancia de agrupamiento, sepueden comparar dos in-
tegrantes por su separación o proximidad con otros individuos. Un valor de distancia
pequẽno, indica que tiene ḿas vecinos y, por lo tanto, es menos deseable.


2) Operador de comparación de agrupamiento (crowded-comparison operator).


El operador de comparación de agrupamiento≺n, gúıa el proceso de selección a
varias fases del algoritmo hacia un frente de Paretoóptimo y disperso. Asumiendo
que cada individuoi en la poblacíon tiene dos atributos:


i. Jerarqúıa de no dominación irank.


ii . Distancia de agrupamientoidistance.


se define un orden parcial≺n como:


i ≺n j if (irank < jrank)
or ((irank = jrank) and (idistance> jdistance))


Lo anterior significa, que entre dos soluciones con distintos rangos de no domina-
ción, se prefiere la solución con el menor rango. En otro caso, si dos soluciones
pertenecen al mismo frente, entonces se prefiere la solución que est́a ubicada en una
región de menor densidad.


Con estas tres innovaciones (fast non-dominated sorting, fast crowded distance esti-
mationy crowded comparison operator), ahora describiremos el algoritmo completo
del NSGA-II.


3.3.4.3. Ciclo completo del NSGA-II


Inicialmente, se crea una población aleatoriaP0 de tamãno N. La poblacíon es
ordenada con base en el principio de no dominación. A cada solucíon se le asigna un
valor de jerarqúıa igual al nivel de su dominación (el nivel 1 es el mejor, el nivel 2 es el
siguiente mejor y ası́ sucesivamente). Al principio del algoritmo, se aplica la seleccíon
de torneo binario de forma usual, ası́ como los operadores de cruza y mutación, para
crear una población de descendientesQ0 de tamãno N. El concepto de elitismo se aplica
al comparar la población actual con las mejores soluciones previamente encontradas
(seleccíon (µ+ λ)). El procedimiento difiere después de producir la generación inicial tal
y como se describe a continuación con lat-ésima generación.


En primera instancia, se obtiene una población formada porRt = Pt ∪Qt de tamãno 2N.
Despúes, la poblacíon Rt se ordena de acuerdo a los principios de no dominación. Dado
que todos los miembros de la población previa y actual están incluidos enRt , el elitismo
est́a asegurado. Las soluciones no dominadas pertenecientes alconjuntoF1 son las mejores
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{


} Rechazada


F1


F2


F3


Pt


Qt


Pt+1


Ordenamiento
no dominado


Ordenamiento de la
distancia de


agrupamiento


Figura 3.3: Procedimiento del NSGA-II


soluciones de la población Rt y deben ser enfatizadas más que alguna otra solución en
la poblacíon combinada. Si el tamaño deF1 es ḿas pequẽno queN, se eligen todos los
miembros del conjuntoF1 para ser parte de la población Pt+1. Los individuos restantantes
de la poblacíonPt+1 son elegidos de los subsecuentes frentes no dominados en el orden de
su rango. Aśı que las soluciones del conjuntoF2 son elegidas, seguidas por las soluciones
del conjuntoF3 y aśı sucesivamente. Este procedimiento continúa hasta que no pueden
acomodarse ḿas conjuntos de soluciones. Evidentemente, la suma de las cardinalidades de
los conjuntosF1 a Fl es mayor queN. Para solucionar esta situación, se ordena en forma
descendente eĺultimo conjuntoFl usando el operador de comparación de agrupamiento
(≺n) para seleccionar las mejores soluciones y llenar exactamente el espacio de la nueva
poblacíon de tamãno N. El NSGA-II se describe gráficamente en la figura3.3. A la nueva
poblacíonPt+1 se le aplican los operadores de selección, cruza y mutación para formar una
nueva poblacíon Qt+1 de tamãno N. Es importante decir que en la técnica de selección de
torneo binario, se aplica el operador de comparación de agrupamiento(≺n). Este operador
requiere que se conozca la jerarquı́a y la distancia de agrupamiento de cada solución de la
poblacíon. Estośultimos valores se calculan mientras se está formando la población Pt+1


tal y como se muestra en el algoritmo10.
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Algoritmo 8 : Enfoque del ordenamiento rápido no dominado
Input : Una poblacíonP
Output : Una asignacíon jeŕarquica a los miembro de la población, con base en sus


niveles de dominancia, clasificados en los distintos frentes Fi


begin1


forall (p∈ P); /* para cada individuo p de la poblaci ón P */2


do3


Sp = φ;4


np = 0;5


forall (q∈ P) ; /* para cada individuo p de la poblaci ón P */6


do7


if (p≺ q); /* si p domina a q */8


then9


Sp = Sp∪{q}; /* Sp el conjunto de soluciones que son donminadas10


por p */
else if(q≺ p); /* si q domina a p */11


then12


np = np +1; /* contador de soluciones que dominan a p */13


end14


if (np = 0); /* si nadie domina a p */15


then16


prank = 1; /* se asigna primer grado de jerarqu ı́a a p */17


F1 = F1∪{p} ; /* F1 primer frente encontrado */18


end19


end20


i = 1;21


while (Fi 6= φ); /* se obtienen los Fi frentes restantes */22


do23


Q = φ;24


forall (p∈ Fi); /* para cada individuo p del frente Fi */25


do26


forall (q∈ Sp); /* para cada individuo q del conjunto Sp */27


do28


nq = nq−1;29


if (nq = 0) then30


qrank = i +1; /* asigna el siguiente nivel jer árquico a q */31


Q = Q∪{q}32


end33


end34


i = i +1;35


Fi = Q;36


end37


end38
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Algoritmo 9 : Asignacíon de la distancia de agrupamiento
Input : Un conjunto no dominadoI
Output : Una asignacíon de distancia de agrupamiento a cada miembro deI


begin1


l = |I |;2


forall (i ∈ I) do3


I [i]distance= 0;4


end5


forall objetivo mdo6


I = sort(I ,m);7


I [i]distance= I [l ] = ∞;8


for i = 2 to l −1 do9


I [i]distance= I [i]distance+
I [i +1].m− I [i−1].m


f máx
m − f mı́n


m
;


10


end11


end12


end13


Algoritmo 10: Non-dominated Sorting Genetic Algorithm II (NSGA-II)
Input : Un número ḿaximo de generacionesmaxgen


Output : Una poblacíon evolucionada


begin1


t = 0;2


Inicializar poblacíonPt ;3


Evaluar poblacíon de acuerdo a las funciones objetivo;4


while (t < maxgen) do5


Aplicar cruza y mutacíon aPt , para generarQt ;6


Evaluar poblacíonQt de acuerdo a las funciones objetivo;7


Rt = Pt ∪Qt ;8


Asignar jerarqúıa con base en la dominancia de Pareto aRt ;9


Asignar distancia de agrupamiento aRt ;10


Seleccionar losN individuos deRt , de acuerdo al operador de comparación11


de agrupamiento≺n para obtenerPt+1;
t = t +1;12


end13


end14







CAPÍTULO 4


PROPUESTA MONO-OBJETIVO


Como trabajo previo al principal problema que se aborda en esta tesis (optimización
multiobjetivo), presentamos un algoritmo hı́brido al que denominamosNonlinear Simplex
Search Differential Evolution(NSSDE) para optimización global. Este enfoque utiliza el
algoritmo evolutivo de evolución diferencial [57], acoplado al ḿetodo de Nelder-Mead
[53], que act́ua como buscador local. Nuestra idea es diseñar una estrategia de búsqueda
local, que pueda ser utilizada de manera similar en el problema de optimizacíon multiob-
jetivo.


En el resto del capı́tulo, describiremos la heurı́stica de optimización global adoptada, y
presentaremos algunos trabajos referentes a algoritmos hı́bridos para optimización global,
que utilizan el ḿetodo de Nelder-Mead en su hibridización. Tambíen presentaremos una
seccíon donde se exponen los resultados de nuestra propuesta y lasconclusiones sobre los
resultados obtenidos del algoritmo hı́brido.


4.1. Evolución diferencial


La evolucíon diferencial(ED) es una rama de la computación evolutiva desarrollada
por Rainer Storn y Kenneth Price [71] a mediados de los 1990s. Surge como consecuencia
de los intentos de Price por resolver el polinomio de Chebyshev y es utilizada para
resolver problemas de optimización multidimensionales en espacios continuos. La idea
que Price concibió, es utilizar la diferencia entre vectores para perturbar aotro vector de la
poblacíon. Con esta idea seminal, una intensa discusión surgío entre Price y Storn, iniciada
en interminables meditaciones y simulaciones por computadora, lo que produjo un gran
número de mejoras sustanciales, las cuales hicieron de la ED la herramienta versátil y
robusta de optimización que es hoy en dı́a.


La “comunidad de ED” ha estado creciendo desde sus orı́genes (1994–1995) y cada
d́ıa más investigadores trabajan con esta técnica. El deseo de Price y Storn, es que sea
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fomentado el desarrollo de esta heurı́stica por cient́ıficos en todo el mundo y pueda ser
mejorada para ayudar a más usuarios en su trabajo. Es por esto, que la ED no ha sido
patentada de ninguna forma.


4.1.1. Optimización global con ED


La ED es un ḿetodo de b́usqueda que utilizaN vectores:


xi,g; i = {1,2, . . . ,N}


como la poblacíon de cada generación g. El valor deN representa la cardinalidad de la
poblacíon y es constante durante todo el proceso de optimización. La poblacíon inicial se
elige de manera aleatoria si no se conoce nada acerca del problema. Como regla, se asume
una distribucíon uniforme para las decisiones aleatorias a tomar. La idea principal de la ED
es un nuevo esquema para crear vectores. De esta manera, los nuevos vectores son gene-
rados cuando se suma la diferencia de pesos de dos de ellos a untercer vector, todos ellos
miembros de la población. Si la aptitud del vector resultante es mejor que el miembro de la
poblacíon elegido, entonces el nuevo vector reemplaza al vector conel cual fue comparado.


De acuerdo a los estudios realizados por Price y Storn existen diferentes variantes en
ED. Las dos variantes ḿas prometedoras son ED1 y ED2 [71], las cuales describimos a
continuacíon.


4.1.1.1. Esquema ED1


Para cada vector~xi,G; i = {1,2. . . ,N}, un vector de prueba~v se genera de acuerdo a:


~v =~xr1,g +F · (~xr2,g−~xr3,g) (4.1)


conr1, r2, r3 ∈ [1,N] enteros yF > 0.


Los enterosr1, r2 y r3 son elegidos aleatoriamente en el intervalo[1,N] y son diferentes
entre śı. La constanteF , es un factor real que controla la amplificación en la variacíon
diferencial(~xr2,g−~xr3,g). Este esquema se ilustra gráficamente en la figura4.1.


4.1.1.2. Esquema ED2


Este esquema trabaja de igual forma que el ED1, pero genera elvector~v de acuerdo a:


~v =~xi,g +λ · (~xme jor,g−~xi,g)+F · (~xr2,g−~xr3,g) (4.2)


introduciendo una variable de control adicionalλ. La idea es incorporar al esquema el
mejor vector de la población xme jor,g. Esta caracterı́stica puede ser muýutil para las
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xr1


xr2


xr3


Figura 4.1: Esquema ED1


funciones no cŕıticas.


Para incrementar la diversidad de los resultados, se usa un vector:


~u = (u1,u2, . . . ,uD)T


con:


u j =


{


v j , para j = 〈n〉D,〈n+1〉D, . . . ,〈n+L−1〉D


(xi,g) j , de lo contrario.


dondeD indica el espacio euclidiano de las variables de la función y los paŕentesis〈〉D


denotan la funcíon módulo con ḿoduloD.


En los dos esquemas (ED1 y ED2) puede surgir el problema, de que al generar el vector
hijo ~u, los componentes del vector excedan el lı́mite de las variables. Si este es el caso,
entonces se debe adoptar una estrategia para restablecer elpaŕametro en un valor permitido.


El método ḿas simple, es hacer que el parámetrou j tome el valor del ĺımite que
excede. Aunque en la práctica este ḿetodo ha trabajado bien, podrı́a ser evitado, dado que
esto tiene el potencial de decrementar la diversidad de la población. Otra alternativa, es
que si el paŕametro est́a fuera de los lı́mites, puede restaurarse reinicializándose (es decir,
generando un nuevo valor aleatorio). Mientras que esta estrategia mantiene la diversidad
de los paŕametros, es quiźa, una forma un tanto extrema de preservar diversidad.
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Una buena idea es la que presenta Price en [56] y es la tomada en este trabajo. Consiste
en restablecer los parámetros que violan las restricciones a un punto medio entre su pre-
mutacíon/cruza y el valor del lı́mite violado. La siguiente ecuación muestra ćomo usar este
enfoque para restablecer elj-ésimo paŕametro deli-ésimo vector hijou j,i,g+1:


u j,i,g+1 =























(


x j,i,g +x(lo)
j


)


/2 , siu j,i,g+1 < xlo
j


(


x j,i,g +x(hi)
j


)


/2 , siu j,i,g+1 < xhi
j


u j,i,g+1 , en otro caso.


dondelo y hi indica el ĺımite inferior y superior permitido, respectivamente.


4.1.2. Estrategias de ED


Además de los esquemas de ED, existen diferentes estrategias quepueden adoptarse
en el algoritmo y son utilizadas dependiendo del tipo de problema al que se aplique. Las
estrategias recaen en el vector a perturbar, en el número de diferentes vectores considera-
dos para la perturbación, y finalmente en el tipo de cruza a utilizar. Las diez estrategias
propuestas por Price y Storn [72, 57] son las siguientes:


1. ED/mejor/1/exp


2. ED/aleatorio/1/exp


3. ED/aleatorio-al-mejor/1/exp


4. ED/mejor/2/exp


5. ED/aleatorio/2/exp


6. ED/mejor/1/bin


7. ED/aleatorio/1/bin


8. ED/aleatorio-al-mejor/1/bin1


9. ED/mejor/2/bin


10. ED/aleatorio/2/bin


De esta forma, la convención utilizada anteriormente es:ED/x/y/z.


ED


Referente a la evolución diferencial.


x


Representa el vector a perturbar; puede ser el mejor vector dela generacíon anterior
(mejor) o cualquier vector elegido aleatoriamente (aleatorio).
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y


Es el ńumero de vectores considerados para la perturbación del vectorx. Para la
perturbacíon de un simple vector, se eligen aleatoriamente 3 vectores diferentes; la
diferencia de dos de ellos se suma al tercero. Para perturbardos vectores diferentes,
se eligen 5 vectores distintos; la diferencia de pesos para cada par de cualquiera de
los cuatro primeros vectores se suma al quinto.


z


Es el tipo de cruza que puede ser utilizada (exp:exponencial; bin: binomial). La cruza
en la ED se realiza en las variables del vector dentro de un ciclo limitado por el valor
deCR. En la cruza exponencial, la primera vez en la que un número aleatorio entre
(0,1) supera el valor deCR se suspende este ciclo y las variables que queden por
alterar quedan intactas. En la cruza binomial, la cruza se realiza en cada una de las
variables siempre y cuando al elegir un número aleatorio entre(0,1) éste sea menor
que el valor deCR.


Las dos variantes de este algoritmo evolutivo, aunadas a lasestrategias propuestas por
Storn y Price, hacen de la evolución diferencial, una técnica heuŕıstica competitiva en pro-
blemas de optimización global. Tanto la estrategia a adoptar como los parámetrosCRy F ,
dependen directamente del problema que se enfrente y se determina independientemente
medianteensayo-y-error. En la figura4.2 se ilustra claramente el procedimiento para ge-
nerar un nuevo vector y se muestra cómo determinar si pasa o no a la siguiente generación.
Por último, en el algoritmo11 presentamos el pseudo-código del algoritmo de evolución
diferencial de acuerdo a la estrategiaED1/aleatorio/1/bin.


4.2. Trabajos relacionados


En la actualidad existe una gran variedad de algoritmos hı́bridos para resolver proble-
mas de optimización global. Estos algoritmos han sido desarrollados combinando ḿetodos
de distintas naturalezas. Los que conciernen a este trabajo, son los trabajos que utilizan el
algoritmo de Nelder-Mead en su hibridización.


A continuacíon mencionaremos brevemente algunos trabajos recientes, que han adopta-
do el ḿetodo de Nelder-Mead como buscador local, para resolver problemas optimización
global.


En 2005, Fang Wang y Yuhui Qiu proponen el algoritmo hı́brido Nonlinear Simplex
Search PSO(NSSPSO) [82], el cual est́a basado en el PSO canónico (una variante del
PSO original) propuesto por Carlisle y Dozier [7]. El algoritmo utiliza el ḿetodo de
Nelder-Mead como buscador local. La idea general del NSSPSO, consiste en aislar
una part́ıcula~xi del ćumulo y aplicar el ḿetodo de Nelder-Mead sobre ella. Si duran-
te la ejecucíon de la b́usqueda local, la partı́cula converge en un radio de tolerancia
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Algoritmo 11: Evolución diferencial estrategia:ED1/aleatorio/1/bin
Input : Un número ḿaximo de generacionesmaxgen


Output : Una poblacíon evolucionadaxi,g


begin1


g = 0;2


Iniciar una poblacíon aleatoriaxi,g de tamãnoN;3


Evaluar la aptitud de los individuos de la población;4


while (g < maxgen) do5


for i = 1 to N do6


Elegir r1 6= r2 6= r3 aleatoriamente;7


jrand = rand integer[1,D];8


for j = 1 to D do9


if (randj [0,1) < CR) or ( j = jrand) then10


ui, j,g+1 = xr3, j,G +F · (xr1, j,g−xr2, j,g);11


else12


ui, j,g+1 = x j,g;13


end14


end15


if ( f (ui,g+1) ≤ f (xi,g)) then16


xi,g+1 = ui,g+1;17


else18


xi,g+1 = ui,g;19


end20


end21


g = g+1;22


end23


end24
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1) Elegir un vector base y un vector objetivo


x1,g


f(x   )1,g


x2,g x3,g x4,g xN-1,g xN,g


f(x   )2,g f(x )N-1,gf(x   )3,g f(x   )4,g f(x    )N,g


v1,g


f(v   )1,g


v2,g v3,g v4,g vN-1,g vN,g


f(v   )2,g f(v )N-1,gf(v   )3,g f(v   )4,g f(v    )N,g


x1,g+1


f(x )1,g+1


x2,g+1 x3,g+1 x4,g+1 xN-1,g+ 1 xN,g+ 1


f(x )2,g+1 f(x )N-1,g+ 1f(x )3,g+1 f(x )4,g+1 f(x )N,g+ 1


2) Elegir dos miembros de la población aleatoriamente ,x xr2 r3


x (vector base)r1,g


xr2,g xr3,g


cruza


vector objetivo


3) Calcular la
diferencia de pesos


+ -


+


+


F


4) Sumar al vector base


Seleccionar
mejor


individuo


u (vector de prueba)1,g


5) , si , en otro caso:x =u f(u )<=f(x ) x =x1,g+1 1,g 1,g 1,g 1,g+1 1,g


}Población
Px,g


} Población
mutada Pv,g


} Nueva
población Px,g+1


Figura 4.2: Generación de vectores utilizando evolución diferencial
con base a la estrategia (ED1/aleatorio/1/bin)


(de magnitudErrorGoal) establecido, la iteración del PSO es considerada como sa-
tisfactoria; de lo contrario, la partı́cula puede ser devuelta al cúmulo e iniciar con la
siguiente iteracíon del PSO. El simplex inicial que utiliza Nelder-Mead, se construye
a partir de la partı́cula aislada~xi. El resto de los v́ertices son generados aleatoriamen-
te de acuerdo a una distribución normal, con mediaxi y desviacíon est́andar igual a
DRadius, donde:


DRadius= ErrorGoal+δ


δ =


{


100∗ErrorGoal , si ErrorGoal ≤ 10−4


0.001∗ErrorGoal , de lo contrario.


y ErrorGoal es una constante definida de acuerdo al problema de optimización.


Otra propuesta que utiliza a Nelder-Mead como buscador local, es el algoritmo h́ıbri-
do que presenta Koduru, Das y Welch en 2006 [40]. Esta propuesta también est́a ba-
sada en el algoritmo del PSO y presenta dos esquemas de hibridización. El primero
denominado “tandem”, consiste en dividir la población en dos subconjuntos (para
cada iteracíon). Mientras que el primer conjunto está sujeto al algoritmo principal es-
tocástico (PSO), una o ḿas iteraciones del algoritmo de Nelder-Mead son aplicadas
al otro subconjunto. Al final, ambos subconjuntos son mezclados y se contińua con la
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siguiente iteracíon. El segundo esquema es denominado “cascade”. En esta propues-
ta, la idea es aplicar el proceso de optimización estoćastico a todos los individuos de
la poblacíon y mejorar ḿas las soluciones obtenidas utilizando Nelder-Mead. Para
los dos esquemas, la definición del simplex depende de la partı́cula elegida para opti-
mizar, ya que para definir el resto de los vértices del simplex se aplica una técnica de
clustering(K-means) [46], con la que se obtienen las partı́culas de la población más
cercanas a ella. De acuerdo a los experimentos que realizan los autores, concluyen
que el esquemacascadeda mejores resultados.


Recientemente en 2007, Luo y Yu proponen el algoritmolow dimensional simplex
evolution(LDSE) [45], el cual es un algoritmo hı́brido basado en la evolución dife-
rencial y el algoritmo de Nelder-Mead. En la LDSE, la cruza/mutacíon que se realiza
en la ED para crear a un nuevo hijo, se sustituye por los movimientos que realiza el
algoritmo de Nelder-Mead. La idea general consiste de dos sencillos pasos: 1) ini-
cializar una población P de tamãno N y evaluar la aptitud; 2) para cada individuo~xi


de la poblacíon P, se seleccionan aleatoriamentem+ 1 individuos deP, los cuales
representan los vértices del simplex. El algoritmo de Nelder-Mead se ejecutasobre el
m-simplex definido, de tal forma que si algún movimiento del algoritmo de Nelder-
Mead genera un individuo con mejor aptitud que el individuo~xi, se sustituye. En caso
contrario, si la aptitud del individuo~xi es peor o igual que la aptitud promedio de la
poblacíon P y adeḿas es peor que el mejor vértice (~xb) del m-simplex, al vector~xi


se le asigna un punto intermedio entre~xb y ~xi; si por el contrario, la aptitud de~xi es
mejor que~xb, entonces se asigna a~xi un vector intermedio entre~xi y el peor v́ertice
(~xw) delm-simplex. Recibe el nombre de LDSE debido a que cuando se eligeel valor
dem, tal quem< n (donde,n es la dimensionalidad de la función), la dimensíon del
simplex se reduce y en estas condiciones, el simplex evoluciona en una dimensión
menor que la de la función. Aunque los autores del algoritmo analizan el caso cuan-
do m= n (full dimensional simplex evolution(FDSE)), los resultados que obtienen
al comparar las dos propuestas, hacen concluir que la LDSE resulta ḿas eficiente.


4.3. Nuestra propuesta


En t́erminos de evolución, la b́usqueda local es una consecuencia del aprendizaje
adquirido a lo largo de la vida de un individuo. La aptitud delindividuo cambiaŕa despúes
de aplicar el proceso de aprendizaje. Sin embargo, los códigos geńeticos del individuo
(parámetros) pueden o no ser alterados dependiendo la manera en que interact́ue el
aprendizaje en la evolución. A esto se le conoce como evolución Lamarckiana y efecto
Baldwin [29, 2], respectivamente.


Las t́ecnicas de b́usqueda local han sido aplicadas en distintas heurı́sticas de optimi-
zacíon. La manera ḿas simple para que dichas heurı́sticas puedan ser beneficiadas por
la búsqueda local, es utilizando los Métodos Multiarranque (Multistart Methods) [47].
En t́erminos generales, estos métodos consisten en alternar una fase de generación de
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soluciones con otra de mejora de las mismas. El proceso se repite hasta que se cumpla un
criterio de parada. Se caracteriza principalmente porque se realizan ḿultiples b́usquedas
locales en distintas soluciones, con el fin de evitar caer en zonas donde existan soluciones
localmentéoptimas.


En nuestra propuesta, a la que denominamosNonlinear Simplex Search Differential
Evolution (NSSDE), el mecanismo de aprendizaje adoptado se basa en la teoŕıa de la
evolucíon Lamarckiana. A diferencia de los métodos multiarranque, nosotros realizamos
la búsqueda locaĺunicamente a una solución de la poblacíon. La idea es suministrar
un procedimiento que combine adecuadamente el poder de exploracíon del ḿetodo de
construccíon de soluciones (algoritmo evolutivo), con el poder de explotacíon del ḿetodo
de mejora (algoritmo de Nelder-Mead).


De esta manera, las dos fases que componen el algoritmo hı́brido propuesto son: 1)
Fase de exploración y 2) Fase de explotación. A continuacíon describiremos estas fases
para posteriormente describir la mecánica completa del algoritmo.


4.3.1. Fase de exploracíon


Este mecanismo tiene como objetivo generar diversas soluciones en distintas zonas del
espacio de b́usqueda. El ḿetodo que utilizamos para esta fase, es el algoritmo de evolución
diferencial descrito anteriormente.


El objetivo principal de adoptar un algoritmo evolutivo, esmantener una amplia diver-
sidad de soluciones durante el proceso de optimización. De esta manera, la probabilidad de
caer en zonas déoptimos locales disminuye. Además, es posible ahorrar evaluaciones de la
función en el ḿetodo de mejora, debido a que a diferencia de los métodos multiarranque,
nosotros śolo aplicaremos una búsqueda local, en unáunica solucíon.


4.3.2. Fase de explotacíon


Como hemos mencionado, en esta fase nosotros adoptamos el método de Nelder-Mead.
La idea es elegir un individuo de la población para mejorarlo. Dicho individuo cambiará su
estructura geńetica y reemplazará al peor miembro de la población actual para, de esta
manera, dar paso a la siguiente generación.


El aplicar una b́usqueda local en un algoritmo evolutivo, trae consigo dos interrogantes:
1) ¿Cúal es la frecuencia con la que se debe aplicar el método de mejora en el algoritmo?
y 2) ¿Cúal debe ser el criterio de parada del mismo?.


En las siguientes secciones presentaremos los criterios tomados para estas dos inquie-
tudes.
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4.3.2.1. Criterio de frecuencia para aplicar la búsqueda local


Aplicar el buscador local generación tras generación del algoritmo evolutivo, implicarı́a
un ńumero excesivo de evaluaciones de la función objetivo. El criterio que hemos adoptado
en este trabajo, se basa en la probabilidad de recombinación del individuo evolucionadox∗


(por la b́usqueda local), con cualquier otro individuo de la poblaciónP de tamãnoN.


La probabilidad de que el individuox∗, pueda ser seleccionado para la cruza sexual con
otro miembro de la población, est́a dada por1N . Si aplićaramos el ḿetodo de mejora cada
N iteraciones, la probabilidad de que el individuox∗ herede los rasgos genéticos puros a
cada miembro de la población debeŕıa ser igual a 1. Sin embargo, dado el individuox∗,
éste cambia su estructura genética por efecto de los operadores evolutivos de la evolución
diferencial. Nosotros proponemos aplicar el método de mejora con una frecuencia deN


2
generaciones, con el fin de intensificar y reproducir el aprendizaje del individuo mejorado
en la poblacíon.


4.3.2.2. Criterio de parada de la búsqueda local


En el libro de Rao [59], se asume que el algoritmo de Nelder-Mead ha convergido
siempre y cuando, la desviación est́andar de la función en losn+1 vértices del simplex (n
la dimensíon de la funcíon), sea menor que un valor suficientemente pequeño ε, esto es:


Q =


{


n


∑
i=0


[ f (∆i)− f (~xc)]
2


n+1


}


≤ ε (4.3)


donde~xc es el centroide del simplex y∆i los vértices del mismo.


Treinta ãnos despúes de la publicación del algoritmo de Nelder-Mead, Lagarias et al.
presentan un trabajo [43] detallado sobre las propiedades y convergencia del método. Antes
de mencionar algunas propiedades que son tomadas en este trabajo, veamos la siguiente
definición:


DEFINICIÓN 11 (SIMPLEX NO-DEGENERADO)
Se dice que un simplex esno-degenerado, si y śolo si, los vectores del simplex forman


un conjunto linealmente independiente. En otro caso, se dice que el simplex esdegenerado
y en estas circunstancias, se tendrá tambíen un simplex pero de dimensión menor.


Lagarias demuestra que todos los movimientos que puede realizar el algoritmo de
Nelder-Mead siempre generan un nuevo simplexno-degenerado. Adeḿas, muestra que
el método converge a un punto mejor que el peor vértice del simplex en al menosn+ 1
iteraciones del algoritmo.


Otra propiedad inmediata que surge a partir de la definición del ḿetodo, es referente
al número de evaluaciones que se realizan de la función objetivo. En una iteración de
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Nelder-Mead, se requiere una evaluación de la funcíon siempre que el algoritmo termine
en el movimiento de reflexión; dos evaluaciones son requeridas si se acepta el movimiento
de expansíon o contraccíon; el peor de los casos ocurre cuando se acepta reducir el
simplex ya que en ese caso se requierenn + 2 evaluaciones de la función objetivo.
Aunque los estudios experimentales realizados por Torczon[74] revelan que en esen-
cia los movimiento de reducción nunca ocurren, Lagarias demuestra queúnicamente no
se llevan a cabo, si el ḿetodo de Nelder-Mead se aplica a funciones estrictamente convexas.


El utilizar el criterio de paro de la ecuación 4.3 en la b́usqueda local, implica realizar
una evaluacíon más de la funcíon objetivo en cada iteración del algoritmo (debido a
que el centroidexc cambia en cada iteración). El objetivo principal de nuestro trabajo es
reducir el ńumero de evaluaciones de la función. Por esta raźon, y con base en lo descrito
anteriormente, nosotros proponemos utilizar una condición de paro que no requiere
ninguna evaluación adicional y se menciona a continuación.


Este criterio es tomado directamente de las aportaciones que expone Lagarias en su
trabajo. Consiste en determinar si Nelder-Mead ha obtenido un vector mejor que el peor
vértice del simplex en al menosn+1 iteraciones; si no es ası́, se concluye que el algoritmo
ha convergido y se detiene la búsqueda. Pero el converger a mejores puntos no indica que
el funcionamiento de Nelder-Mead sea el más adecuado, esto debido a que la convergen-
cia puede ser demasiado lenta y demandar un número considerable de evaluaciones de la
función. Por esta raźon, nosotros establecemos una condición más de paro, la cual hace
referencia a una tolerancia de convergencia en un determinado ńumero de iteraciones. Es
decir, si Nelder-Mead no converge más alĺa de una toleranciaε en 2(n+1) iteraciones (pro-
puesta con base en ensayos experimentales), entonces deducimos que el simplex ha sido
modificado a tal grado que su uso resulta ineficiente. La siguiente expresión generaliza el
criterio de paro que se adopta en nuestra propuesta:


if ( (no se genera un vector mejor que~xw en(n+1) iteraciones) or
(la convergencia en2(n+1) iteraciones≤ ε) ) then


Termina b́usqueda local;
(4.4)


donde~xw es el peor v́ertice del simplex,n es la dimensíon de la funcíon y ε es un valor de
tolerancia permitido para la convergencia del algoritmo en2(n+ 1) iteraciones; para este
trabajo,ε = 1.0×10−3.


4.3.3. El algoritmo


El paso inicial es crear una población aleatoriaP de tamãno N. Luego aplicamos una
iteracíon del proceso evolutivo de ED a cada individuo deP para obtener una nueva pobla-
ciónP∗. Despúes, se elige al mejor vector~xb de la poblacíonP∗. A partir de~x∗b se construye
el simplex regular y se aplica el método de mejora (Nelder-Mead) hasta que el criterio de
parada de la ecuación 4.4se cumpla. El mejor v́ertice~x∗b encontrado por Nelder-Mead, re-
emplazaŕa al peor v́ertice~xw de P∗. Se actualiza la población P = P∗ y se contińua con







50 4.4. Resultados obtenidos


la siguiente iteración si es que no se ha sobrepasado el número de iteraciones permitidas.
Para aplicar nuevamente el proceso de mejora, se debe verificar si se ha evolucionado por
N
2 generaciones después de laúltima aplicacíon de la b́usqueda local. Esta explicación se
ilustra gŕaficamente en la figura4.3 y el algoritmo12 muestra el psudo-código completo
del algoritmo h́ıbrido NSSED.


Algoritmo 12: Nonlinear Simplex Search Differential Evolution (NSSDE)
Input : Un número ḿaximo de generacionesmaxgen


Output : Una poblacíon evolucionadaP


begin1


g = 0;2


Iniciar una poblacíon aleatoriaP de tamãnoN;3


Evaluar la aptitud de los individuos de la población;4


while (g < maxgen) do5


Aplicar una iteracíon de ED a la poblaciónP para generarP∗;6


if ((g mod N
2 ) = 0) then7


Identificar el mejor vector~xb de la poblacíonP∗;8


Construir el simplex∆p a partir de~xb;9


Aplicar Nelder-Mead utilizando el simplex∆p para obtener~x∗b;10


Sustituir el peor vector~xw deP∗ porx∗b;11


end12


P = P∗;13


g = g+1;14


end15


end16


4.4. Resultados obtenidos


Las funciones de prueba utilizadas para evaluar nuestro algoritmo h́ıbrido NSSDE son
las presentadas por Yao et al. [83]. Consiste en un conjunto de veintitrés problemas de
optimizacíon global con alta dimensionalidad y multimodalidad (ver apéndice A).


La implementacíon del algoritmo h́ıbrido para optimización global, se llev́o a cabo
con el fin de observar en que tanto beneficia el método de Nelder-Mead al algoritmo
evolutivo. Por esta razón, las comparaciones se realizaronúnicamente entre la ED y la
NSSDE. Para la comparación de los algoritmos, se realizaron 50 ejecuciones para cada
función de prueba. En cada ejecución, se utiliźo la misma semilla generadora de números
pseudo-aleatorios y los mismos parámetros.
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Figura 4.3: Esquema general del algoritmo hı́brido NSSDE


Los resultados obtenidos en la tabla4.1, muestran que la b́usqueda local favoreció con-
siderablemente en la mayorı́a de las funciones de prueba; donde “óptimo” es el óptimo
de la funcíon, “Eval.” representa el ńumero de evaluaciones de la función, “Des. Est.” la
desviacíon est́andar de los ḿınimos encontrados y “fmin” el valor ḿınimo encontrado. La
mejora que hace la NSSDE sobre la ED simple puede verse también gŕaficamente en las
figuras4.4y 4.5.


4.5. Conclusiones sobre los resultados obtenidos


La estrategia utilizada en la fase de explotación fue favorable para nuestro algoritmo,
en la mayoŕıa de las funciones de prueba. Gráficamente se observa esta afirmación en las
figuras4.4 y 4.5. En ellas, solamente en las funciones 2, 8, 12 y 19, nuestro algoritmo
h́ıbrido NSSDE no supera a la ED.


La fase de explotación de nuestro algoritmo hı́brido, depende directamente del punto
inicial de la b́usqueda. Cuando se tiene un espacio de búsqueda inmenso, la probabilidad
de que el punto inicial de búsqueda esté cerca de un punto estacionario es alta. Siéste
es el caso, la fase de explotación lograŕa ŕapidamente su objetivo en un número reducido
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óptimo ED NSSDE
Funcíon 0 Eval. Des. Est. fmin Eval. Des. Est. fmin


f1 0 20518.7 2.03E-006 9.78E-005 13185.7 2.00E-006 9.76E-005
f2 0 25887.6 1.62E-006 9.80E-005 26154.2 1.84E-006 9.80E-005
f3 0 47772.2 1.18E-006 9.87E-005 34238.9 1.11E-006 9.86E-005
f4 0 80822.9 3.30E-006 9.60E-005 64748.2 2.77E-006 9.63E-005
f5 0 192877.8 1.70E+000 9.57E-001 142799 5.58E-001 7.98E-002
f6 0 8439.7 0.00E+000 0.00E+000 7426.3 0.00E+000 0.00E+000
f7 0 60416.1 1.03E-003 8.71E-003 35084.9 1.05E-003 8.74E-003
f8 -12569.5 43935.4 1.66E+001 -1.26E+004 57990.9 1.66E+001 -1.26E+004
f9 0 275938.5 7.21E-006 8.99E-005 135341.2 2.36E-001 5.98E-002
f10 0 31643.7 3.66E-006 9.55E-005 31562.8 3.40E-006 9.62E-005
f11 0 26569.2 8.40E-006 9.01E-005 24314.8 1.06E-005 8.95E-005
f12 0 21622.6 6.56E-006 9.25E-005 22908.8 8.89E-006 8.82E-005
f13 0 23486.2 7.03E-006 9.13E-005 22761 6.43E-006 9.25E-005
f14 1 1141.1 5.06E-004 9.98E-001 1121.1 5.06E-004 9.98E-001
f15 0.0003075 48655.8 2.66e-008 0.00030756 43845.8 2.40e-08 0.00030756
f16 -1.0316285 2317.7 2.76E-007 -1.0316 2314.6 2.69E-007 -1.0316
f17 0.398 691.5 6.30E-005 0.3980 669.4 6.35E-005 0.3980
f18 3 513.2 2.92E-003 3.0052 501.7 3.10E-003 3.0032
f19 -3.86 335.6 7.18E-004 -3.8610 359.2 7.47E-004 -3.8611
f20 -3.32 7172.5 4.44E-004 -3.3205 3933 4.05E-004 -3.3204
f21 -10 7035.6 3.97E-002 -9.98 5792.7 3.96E-002 -9.54
f22 -10 6649 9.89E-002 -9.99 4917.8 9.50E-002 -9.78
f23 -10 6846.6 1.25E-001 -9.97 4865.2 1.25E-001 -9.69


Tabla 4.1: Comparación de ED y NSSDE


de evaluaciones de la función objetivo. Por el contrario, si el punto inicial de búsqueda
est́a muy alejado de uńoptimo local y, tomando en cuenta la alta no linealidad de las
funciones de prueba adoptadas, la aplicación del algoritmo de Nelder-Mead resulta poco
eficiente en estas circunstancias.


En t́erminos generales, nuestro algoritmo hı́brido NSSDE, result́o ser muy competitivo
y consistente sobre el conjunto de funciones del prueba de Yao et al. [83]. La definicíon de
estas funciones de prueba, se presenta en el apéndice A.
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Figura 4.4: Gŕafica comparativa entre ED y NSSDE (parte 1)


Figura 4.5: Gŕafica comparativa entre ED y NSSDE (parte 2)
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CAPÍTULO 5


PROPUESTA MULTIOBJETIVO


En el caṕıtulo anterior, describimos una estrategia para acoplar a un algoritmo
evolutivo el ḿetodo de Nelder-Mead, el cual actúa como buscador local. Para el caso de
optimizacíon mono-objetivo, nuestra estrategia es retomar la misma técnica y emplearla
en este nuevo algoritmo hı́brido.


En el resto del capı́tulo, describiremos nuestra propuesta algorı́tmica denominada
Nonlinear Simplex Search Genetic Algorithm(NSS-GA) para optimización multiobjeti-
vo. Nuestro algoritmo está basado en el NSGA-II [15], utilizando los algoritmos de op-
timización mateḿatica de Nelder-Mead [53] (para funciones multidimensionales) y el de
la seccíon dorada (para funciones unidimensionales) como estrategias de b́usqueda local.
Tambíen presentaremos los trabajos relacionados a algoritmo hı́bridos multiobjetivo, que
utilizan métodos de programación mateḿatica en su hibridización. Adeḿas, describiremos
los problemas que se presentaron en los experimentos realizados, aśı como las estrategias
tomadas para solucionarlos. Adicionalmente, presentaremos las ḿetricas utilizadas para
la evaluacíon de nuestro algoritmo. Y poŕultimo, expondremos los resultados de nuestra
propuesta y las conclusiones sobre los resultados obtenidos por nuestro algoritmo hı́brido.


5.1. Trabajos relacionados


El inteŕes en el disẽno e implementación de meta-heurı́sticas h́ıbridas se ha incre-
mentado de forma importante en losúltimos ãnos [73]. Sin embargo, la mayorı́a de estos
estudios se han centrado en técnicas mono-objetivo, mientras que elámbito multiobjetivo
constituye áun, unaárea poco explorada de investigación.


En la actualidad, se han desarrollado algoritmos hı́bridos multiobjetivo como los
presentados en [3, 33, 36, 39]. En algunos casos, han sido desarrollados para aplicaciones
muy espećıficas e hibridizados con propósitos distintos a las de esta tesis. Nosotros abor-
damos el problema de optimización multiobjetivo no lineal, utilizando como algoritmo
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explorativo al NSGA-II y el ḿetodo de Nelder-Mead como buscador local.


Son pocos los trabajos que utilizan métodos cĺasicos de optimización, como buscadores
locales en optimización de multiobjetivo. A continuación presentamos los dos trabajos
que ḿas se asemejan a nuestra propuesta, en el sentido de utilizarmétodos cĺasicos de
optimizacíon en su hibridización.


En 2003, Hu et al. [32] combinan la programación cuadŕatica secuencial (Sequential
Quadratic Programming, SQP) y el método de la restricción ε con los algoritmos
evolutivos multiobjetivo SPEA y NSGA-II. El potencial que enmarca este algoritmo
h́ıbrido, radica en aprovechar la propiedad de convertir un POM a un problema de
optimizacíon mono-objetivo (estrategia natural del método de la restricción ε). Pa-
ra cada funcíon se le aplica una búsqueda local utilizando SQP. Esta hibridización
permite una mejora en la calidad de las soluciones en diferentes funciones de prue-
ba. Adeḿas, con esta estrategia hı́brida se permite incrementar la diversidad de las
soluciones obtenidas. Los detalles del este algoritmo se describen en [32].


Recientemente (en 2007), Koduru et al. [41] proponen una hibridización basada en el
algoritmo de PSO y el ḿetodo simplex no lineal. La idea para acoplar el método de
Nelder-Mead es similar a un trabajo realizado anteriormente por los mismos autores
[40] (descrito en el caṕıtulo anterior). Este algoritmo hı́brido multiobjetivo se basa en
la dominancia difusa (fuzzy dominance) [42] y utiliza un archivo externo que contiene
las soluciones difusas no dominadas. En términos generales, la hibridización consiste
en definirk cúmulos (clusters) de la poblacíon con cardinalidad den+1 en el espacio
de las funciones objetivo (donden es la dimensíon de la funcíon). Estos ćumulos
representan los vértices del simplex. El ḿetodo de Nelder-Mead se aplica a cada
cúmulo definido y se repite por un determinado número de iteraciones. Se actualiza
el archivo externo con las partı́culas de los ćumulos de acuerdo a la dominancia difusa
y se contińua con la siguiente iteración.


5.2. Nuestra propuesta


De la misma manera que la propuesta anterior, el mecanismo deaprendizaje adoptado
en nuestro algoritmo hı́brido multiobjetivo denominadoNonlinear Simplex Search Genetic
Algorithm(NSS-GA), se basa en la teorı́a de la evolucíon Lamarckiana.


Hemos adoptado el algoritmo NSGA-II como método base de exploración, adeḿas el
método de Nelder-Mead y el de la sección dorada en la fase de explotación. A continuacíon
presentaremos las dos fases que componen nuestra propuestay mencionaremos los proble-
mas que se presentaron. También describiremos las estrategias adoptadas para solucionar
dichos problemas.
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5.2.1. Fase de exploracíon


Este mecanismo tiene como objetivo generar diversas soluciones en distintas zonas del
espacio de b́usqueda. El ḿetodo que utilizamos en esta fase, es el algoritmo NSGA-II
descrito en el capı́tulo 3. De esta manera, aprovechamos el proceso evolutivo del algoritmo
geńetico para diversificar los individuos de la población, generacíon tras generación.


5.2.2. Fase de explotacíon


El método de Nelder-Mead, es un método directo de optimización utilizado para
optimizar funciones multi-dimensionales en espacios continuos. En cuanto a funciones
unidimensionales se refiere, se ha demostrado que el método de Nelder-Mead converge
únicamente en funciones estrictamente convexas [43]. Es por esto, que introdujimos el
método de la sección dorada, el cual, a diferencia del método de Nelder-Mead, requiere
unaúnica evaluacíon de la funcíon objetivo por cada iteración.


En el caṕıtulo anterior presentamos el criterio de parada de la búsqueda local el cual
retomamos en este algoritmo multiobjetivo. Para el caso particular de la sección dorada, el
criterio de parada cambia. Nosotros proponemos un valor deε = 1.0×10−3 como criterio
de convergencia del algoritmo de la sección dorada (ver algoritmo1, caṕıtulo 2).


En nuestra propuesta, realizamos una búsqueda local para cada una de las funciones
del problema multiobjetivo. Adeḿas, incluimos una función agregativa con la finalidad
de obtener mejores soluciones compromiso, entre las soluciones que optimizan a cada
función del problema multiobjetivo. La idea es intensificar la búsqueda hacia una mejor
solucíon para cada función, partiendo de un individuo de la población. De esta manera,
los operadores genéticos del algoritmo evolutivo, reproducirán los rasgos genéticos de las
mejores soluciones por función y la seleccíon natural elegiŕa las soluciones ḿas aptas para
sobrevivir en el ambiente (el problema multiobjetivo).


Desafortunadamente, la alta dimensionalidad y multimodalidad de las funciones son el
gran problema que puede volver ineficientes a los métodos cĺasicos de optimización. Un
ejemplo claro recae en el método de Nelder-Mead, el cual resulta inoperable para determi-
nadas clases de funciones, como por ejemplo la función de McKinnon [48], en donde el
mismo autor demuestra la convergencia del método hacia un punto no estacionario (o no
óptimo).


Con base en los estudios experimentales realizados, se detectó que aplicar el ḿetodo
de Nelder-Mead en un simplex regular, puede resultar completamente ineficaz para
optimizar una determinada función. Un ejemplo claro son los problemas del conjunto
denominado ZDT [85]. Aunque en la literatura especializada existen trabajos para agilizar
la convergencia del ḿetodo de Nelder-Mead haciáoptimos locales, como el simplex
difuso (fuzzy simplex) de Trabia [75], los movimientos inteligentes de Rahman [58] y otras
modificaciones que se han hecho al método [4], en realidad no se ha logrado generalizar
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la técnica para solucionar el problema cuando el simplex inicial resulta inoperable para
optimizar una determinada función.


Con lo descrito anteriormente, surgen nuevas interrogantes, tales como: 1) ¿Qué in-
dividuo seleccionar para aplicar la búsqueda local?, 2) ¿Cómo construir el simplex? y 3)
¿Ćomo manejar las restricciones del lı́mite de las variables?. Las estrategias tomadas para
satisfacer estas nuevas inquietudes se presentan a continuación.


5.2.2.1. Seleccíon de individuo para aplicar búsqueda local


Dada una población P, seleccionamos al individuo~x∆ ∈ P para optimizar con respecto
del objetivoi de acuerdo a:


~x∆ =~xl |~xl = mı́n
∀~xl∈P ∗


{ fk(~xl )} (5.1)


dondeP ∗ es el conjunto de soluciones no dominadas en la poblaciónP.


En otras palabras, seleccionaremos al individuo con mejor aptitud de acuerdo a lai-ési-
ma funcíon del problema multiobjetivo y que está en el conjunto de soluciones no domina-
das de la población actualP.


5.2.2.2. Construcción del simplex


A la solucíon x∆ seleccionada, la denominamos “cabeza del simplex” y será el primer
vértice deln-simplex(donden es la dimensíon de la funcíon), esto es:


∆0 = x∆


Losn vértices restantes, son elegidos de tal manera que se forme unconjunto linealmen-
te independiente. De manera similar que en [9], nosotros empleamos una estrategia para
reducir el dominio de la b́usqueda local. En estas condiciones, los vértices son construidos
dentro de este nuevo dominio. A continuación presentamos la estrategia que proponemos
para la reducción del dominio de b́usqueda y la manera en que construimos los puntos en
este nuevo dominio.


Reduccíon del dominio de b́usqueda


A diferencia del trabajo de Chelouah y Siarry [9], nosotros no requerimos de un paráme-
tro adicional para reducir el dominio de búsqueda. La idea que proponemos, es realizar un
ańalisis en la estructura genética de una muestra de la población, que es tomada de acuerdo
con los mejores individuos con respecto a lai-ésima funcíon a optimizar. Con esta muestra
poblacional, podemos identificar la media aritmética y la desviación est́andar de los ge-
nes (paŕametros) de cada individuo de la muestra. Entonces, el espacio prometedor para el
óptimo de lai-ésima funcíon estaŕa acotado por un nuevo lı́mite inferior (low boundj


new)
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y superior (up boundj
new) con respecto delj-ésimo paŕametro, respectivamente. Definimos


los nuevos ĺımites de la b́usqueda local, de acuerdo a:


low boundj
new = m(Pm( j))−σ(Pm( j))


up boundj
new = m(Pm( j))+σ(Pm( j))


(5.2)


dondePm es la muestra poblacional obtenida,m(Pm( j)) la media aritḿetica yσ(P( j)) la
desviacíon est́andar delj-ésimo paŕametro de la muestraPm.


Para este trabajo, la muestra poblacional es del 20 % con respecto al tamãno original de
la poblacíonP, pero puede variar dependiendo de la función a optimizar.


Construcción de los v́ertices del simplex


Una vez obtenido el nuevo dominio de búsqueda, el resto de los vértices del simplex
son creados de acuerdo a una buena distribución en dicho dominio.


Las secuencias de baja discrepancia (low-discrepancy sequence), son denominadas
tambíen secuencias cuasi-aleatorias o sub-aleatorias y ofrecenun grado de uniformidad
más alto (de baja discrepancia), con respecto a la distribución uniforme de ńumeros
pseudo-aleatorios coḿun.


Para obtener losn vértices restantes del simplex, proponemos la construcción de los
puntos de acuerdo a dos secuencias de baja discrepancia, queno son ḿas que la generali-
zacíon de la secuencia de van der Corput [77]. Estas secuencias tienen sus fundamentos en
la teoŕıa de ńumeros y se presentan a continuación.


La primera de ellas conociada como secuencia de Halton (Halton sequence) [27], di-
fiere de la representación binaria de la secuencia de van der Corput, debido a que utili-
za una base diferente para cada coordenada del vector. De esta manera, la discrepancia
resultante y dispersión es mejor que una simple muestra con distribución uniforme. Su-
pongamos que queremos construir eli-ésimo vector de la secuencia de Halton enRn.
El primer paso es elegir an primos relativosp1, p2, . . . , pn (comúnmente los primerosn
números primosp1 = 2, p2 = 3, . . .). Para construir eli-ésimo vector de la secuencia, se
considera la representación en basep (número primo elegido) dei, la cual toma la forma
de i = a0 + pa1 + p2a2 + . . .. Cada coordenada del vector estará en el intervalo[0,1] y se
obtiene invirtiendo el orden de los bits, esto es:


r(i, p) =
a0


p
+


a1


p2 +
a2


p3 +
a3


p4 + . . . (5.3)


De esta manera, eli-ésimo vector en la secuencia de Halton (iniciando coni = 0)
est́a dado por:


〈r(i, p1), r(i, p2), . . . , r(i, pn)〉 (5.4)
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Algoritmo 13: Secuencia de Halton
Input : i (i-ésimo vector),j ( j-ésimo componente del vectori)
Output : c∈ [1,0] (componentej del vectori) en la secuencia de Halton


begin1


prime[n] = [2,3,5,7, . . .]; /* definir los primeros n números primos */2


p1 = prime[ j];3


p2 = p1;4


c = 0;5


repeat6


x = i modp1;7


c = c+ x
p2


;8


i = ⌊ i
p1
⌋;9


p2 = p2∗ p1;10


until (i ≤ 0) ;11


return c;12


end13


Supongamos que conocemos el número total de vectoresk que se deseen crear. En este
caso, se puede tener una mejor distribución de puntos. La segunda distribución de puntos
denominada secuencia de Hammersley (Hammersley sequence) [28], es una adaptación de
la secuencia de Halton. Utilizáunicamenten−1 números primos, iniciando coni = 0, el i-
ésimo vector en la secuencia de Hammersley para un conjunto total dek vectores está dado
por:


〈


1
k
, r(i, p1), r(i, p2), . . . , r(i, pn−1)


〉


(5.5)


El algoritmo 13, muestra el pseudo-código para obtener elj-ésimo componente del
vectori de la secuencia de Halton. El valorc que regresa el algoritmo está en el intervalo
[0,1] y puede ser mapeado a un valorcmap en el intervalo[low,up] de acuerdo a:


cmap= low+c· (up− low)


El diagrama de Voronoi [80, 81] es una estructura geométrica que representa informa-
ción de proximidad con respecto de un conjunto de puntos u objetos. En otras palabras, es
una particíon del espacio en celdas, cada una de la cuales contiene una colindancia con sus
puntos ḿas cercanos. En la figura5.1, presentamos el diagrama de Voronoi de un conjunto
de doscientos puntos generados a partir de distintas distribuciones.
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a) Distribución Uniforme b) Distribución Normal


d) Secuencia de Hammersleyc) Secuencia de Halton


Figura 5.1: Doscientos puntos creados con: a) una distribución uniforme; b) una dis-
tribución normal, con media .5 y desviación est́andar .5; c) la secuencia de Halton en


R2 y d) la secuencia de Hammersley enR2


Como se observa, la secuencia de Hammersley (figura5.1.d), tiene una mejor distri-
bución de puntos con respecto de la distribución uniforme (figura5.1.a), la distribucíon
normal con media .5 y desviación est́andar .5 (figura5.1.b) e incluso que la secuencia de
Halton (figura5.1.c).


En nuestros experimentos realizados, notamos que las secuencias de Halton y Ham-
mersley da mejores resultados con respecto de las otras dos distribuciones. Es por esto
que descartamos la distribución uniforme y normal, para generar los vértices restantes del
simplex. Para generar el resto de los vértices en el nuevo dominio, proponemos utilizar la
secuencia de Halton o Hammersley seleccionándola de acuerdo a una probabilidad para
cada invocacíon de la construcción del simplex.
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5.2.2.3. L ı́mites de las variables


Como se ha mencionado, por cada iteración del ḿetodo de Nelder-mead se gene-
ra un nuevo simplex, el cual es no degenerado siempre y cuandoel simplex inicial no lo sea.


Desafortunadamente, los movimientos que realiza Nelder-Mead en el simplex, pueden
ocasionar que el nuevo vértice del simplex esté fuera del rango de las variables. En [44],
se propone una estrategia que es tomada en este trabajo y se presenta a continuación.


Sea∆i el nuevo v́ertice creado por alǵun movimiento del algoritmo de Nelder-Mead.
Para evitar que alǵun componente del vértice ∆i sobrepase los lı́mites permitidos delj-
ésimo paŕametro,́este seŕa restablecido de acuerdo a la ecuación5.6.


∆( j)
i =

















low boundj , si ∆( j)
i < low boundj


up boundj , si ∆( j)
i > up boundj


∆( j)
i , en otro caso.


(5.6)


dondelow boundj y ip boundj son el ĺımite inferior y superior, respectivamente.


Tomar esta alternativa provoca un trastorno en los movimientos naturales del algoritmo
de Nelder-Mead, pudiendo ocasionar que el simplex se degenere y, en consecuencia,
disminuya la dimensión de la b́usqueda.


Nosotros proponemos verificar si el simplex no se ha degenerado cuando se invoca a la
restauracíon de paŕametros. En caso de haberse degenerado, la búsqueda local termina y
se puede generar otro simplex para una nueva búsqueda local.


Un simplex es no degenerado siempre y cuando su volumen sea mayor que cero.
Podemos calcular el volumen del simplex de acuerdo a lo siguiente:


Sea∆k la matriz den× (n+1) la cual representa el simplex∆, esto es:


∆k =




















∆(1)
0 ∆(1)


1 · · · ∆(1)
n


∆(2)
0 ∆(2)


1 · · · ∆(2)
n


...
...


.. .
...


∆(n)
0 ∆(n)


1 · · · ∆(n)
n




















es decir, cada columna representa eli-ésimo v́ertice del simplex. Entonces el volumen del
simplex puede ser calculado de acuerdo a [43]:


vol(∆) =
|det(Mk)|


n!
(5.7)
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dondeMk es una matriz de tamañon×n definida como:


Mk =




















∆(1)
0 −∆(1)


n ∆(1)
1 −∆(1)


n · · · ∆(1)
n−1−∆(1)


n


∆(2)
0 −∆(2)


n ∆(2)
1 −∆(2)


n · · · ∆(2)
n−1−∆(2)


n
...


...
. ..


...


∆(n)
0 −∆(n)


n ∆(n)
1 −∆(n)


n · · · ∆(n)
n−1−∆(n)


n




















En caso de quevol(∆) = 0, entonces el simplex se ha degenerado y aunque en la
práctica no es muy coḿun que se degenere, es recomendable tener en cuenta este criterio.


5.2.2.4. Función agregativa


Una vez que se ha optimizado cada función del problema multiobjetivo, nosotros
proponemos minimizar una función agregativa; y para este enfoque, la selección del
individuo del cual parte la b́usqueda local cambia. Proponemos seleccionar al individuo
cuya aptitud revele el mejor compromiso entre las soluciones obtenidas, que minimizan
cada funcíon del problema multiobjetivo. La selección de esta solución se describe a
continuacíon.


Dado el vector~F = [ f ∗1 , f ∗2 , . . . , f ∗k ], cuyos componentes son los valores mı́nimos f ∗i de
lask funciones objetivo encontradas en la generación actual. Seleccionamos al individuo~xi


de la poblacíonP, tal que minimice la funcíon:


G(~x) =
k


∑
i=1


|F [i]− fi(~x)|
|F[i]| (5.8)


y a partir de~x se realiza la b́usqueda local, minimizando la función agregativa descrita a
continuacíon.


En un problema multiobjetivo se desean tener las solucionesque se encuentran más
cercanas al verdadero frente de Pareto. Y para los problemasde minimizacíon, estas solu-
ciones en teorı́a estaŕan ḿas cerca del vector ideal artificial~F . La funcíon agregativa, que
presentamos se basa en este hecho. En este enfoque, la función que se optimiza mediante
el método de mejora, está dada por la ecuación5.9.


ψ(~x) = ED(~F , ~H(~x)) (5.9)


donde~H es el vector de funciones objetivo en el punto~x y ED es la distancia euclidiana
(Euclidean Distance) entre los vectores~F y ~H, calculada por:


ED(F,H) =


√


√


√


√


k


∑
i=1


(F [i]−H[i])2
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Resumiendo, la fase de explotación del algoritmo optimiza cada una de las funciones
del problema multiobjetivo ası́ como la funcíon agregativa propuesta. Los pasos que se
llevan a cabo en esta fase son:


1. Seleccionar al individuo del cual partirá la b́usqueda local, esto con base en la ecua-
ción 5.1 para las funciones del problema multiobjetivo y la ecuación 5.8 para la
función agregativa.


2. Aplicar la b́usqueda local con respecto a lask funciones del problema multiobjetivo;
y despúes, a la funcíon agregativa.


Si la funcíon es unidimensional:


a) Utilizar el método de la sección dorada.


Si la funcíon es multidimensional:


a) Reducir el dominio de b́usqueda.


b) Construir el simplex en el nuevo dominio.


c) Aplicar el método de Nelder-Mead optimizando cada función, hasta que el
criterio de parada de la ecuación4.4(caṕıtulo 4) se satisfaga.


Una vez explicada la fase explotativa del algoritmo hı́brido, ahora describiremos la
mećanica completa de nuestro algoritmo.


5.2.3. El algoritmo


Inicialmente, se crea una población aleatoriaP0 de cardinalidadN. Al principio del
algoritmo, se aplican los operadores de selección, cruza y mutación para obtener una
poblacíon de descendientesQ0 de tamãno N. De esta manera se obtiene una población
Rt = P0∪Q0 de tamãno 2N. Despúes, la poblacíonRt se ordena de acuerdo a los principios
de no dominacíon y se obtiene la distancia de agrupamiento de cada individuo. Para la
siguiente generación Pt+1 se seleccionan losN individuos deRt de acuerdo al operador de
comparacíon de agrupamiento≺n (ver pag.35, caṕıtulo 3) y se contińua con la siguiente
iteracíon.


Con base en nuestros estudios experimentales, proponemos aplicar la fase de mejora
con una frecuencia mayor que en la propuesta mono-objetivo.Nuestra propuesta es
aplicarlo sobre la poblaciónPi cadan


2 generaciones, donden es la dimensíon de la funcíon.
Dicha frecuencia depende directamente del tamaño de dimensíon de la funcíon y puede
variar de acuerdo al problema multiobjetivo.


En la fase de mejora, se obtienen soluciones localmenteóptimas tanto para cada fun-
ción del problema multiobjetivo, como para la función agregativa. Para el caso particular
del método de la sección dorada, se tendrá unaúnica solucíon, mientras que para el método
de Nelder-Mead, se tendrá un conjunto de soluciones representadas por el simplex final.
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Figura 5.2: Esquema del algoritmo hı́brido NSS-GA


La unión de todas las soluciones localmenteóptimas, denotado porλ, representa el con-
junto deóptimos locales y serán puestos en competencia con la población Pi para ser o no
seleccionados por el operador de comparación de agrupamiento. La explicación del algo-
ritmo puede verse gráficamente en la figura5.2, mientras que el algoritmo14 muestra el
pseudo-ćodigo del NSS-GA.
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Algoritmo 14: Nonlinear Simplex Search Genetic Algorithm (NSS-GA)
Input : Un número ḿaximo de generacionesmaxgen


Output : Una poblacíon evolucionadaP


begin1


t = 0;2


Inicializar una poblacíon aleatoriaPt de tamãnoN;3


Evaluar la aptitud de acuerdo a las funciones objetivo;4


while (t < maxgen) do5


Aplicar cruza y mutacíon aPt para generarQt ;6


Evaluar poblacíonQt de acuerdo a las funciones objetivo;7


Rt = Pt ∪Qt ;8


Asignar jerarqúıa con base en la dominancia de Pareto aRt ;9


Asignar distancia de a grupamiento aRt ;10


SeleccionarN individuos deRt de acuerdo al operador de comparación de11


agrupamiento≺n, para obtenerP∗
t ;


if ((t mod N
4 ) = 0) then12


Iniciar la fase de mejora para obtener el conjunto de solucionesλ;13


R∗
t = P∗


t ∪λ;14


Asignar jerarqúıa con base en la dominancia de Pareto aR∗
t ;15


Asignar distancia de a agrupamiento aR∗
t ;16


SeleccionarN individuos deR∗
t de acuerdo al operador de comparación17


de agrupamiento≺n, para obtenerPt+1;
else18


Pt+1 = P∗
t ;19


end20


t = t +1;21


end22


end23
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5.3. Métricas


Con el objetivo de poder realizar una comparación entre nuestro algoritmo hı́brido y el
algoritmo evolutivo base (el NSGA-II), hacemos uso de las métricas de distancia genera-
cionalDGI , espaciamientoE y coberturaC .


5.3.1. Distancia Generacional Invertida (DGI )


La distancia generacional (DG) propuesta por Van Veldhuizen y Lamont [78, 79] es
una ḿetrica que indica qúe tan lejos o cerca están los puntos obtenidos por un algoritmo
multiobjetivo del frente de Pareto verdadero.


Dado el verdadero frente de ParetoΓ, la distancia generacional para un conjunto de
solucionesP est́a determinada por:


DG =


√


|P|
∑


i=1
d2


i


|P| (5.10)


dondedi es la distancia euclidiana entre lai-ésima solucíon deP y la solucíon más cercana
a Γ, es decir:


di =
|Γ|


mı́n
j=1


√


√


√


√


M


∑
k=1


( fk(i)− fk( j))2


dondeM es el ńumero de funciones objetivo.


La DGI utiliza el mismo concepto. Si embargo, a diferencia de laDG , se utiliza como
base el verdadero frente de ParetoΓ. Un valor deDGI igual a cero significa que todas las
soluciones obtenidas por el algoritmo pertenecen al conjunto deóptimos de Pareto.


5.3.2. Espaciamiento (E)


La métrica de espaciamiento propuesta por Schott [66] cuantifica la dispersión de las
soluciones en el frente no dominado. Evalúa la varianza de las distancias más cercanas
entre el vecindario de soluciones. Dado un conjuntoP de soluciones, la ḿetrica puede ser
calculada como:


E =


√


√


√


√


1
|P|−1


|P|
∑
i=1


(d−di)2 (5.11)
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dondedi y d son definidas como:


di = mı́n
i,i 6= j


{


M


∑
k=1


| f i
k− f j


k |
}


d =


|P|
∑


i=1
di


|P|


Un valor bajo deE indica una mejor distribución de las soluciones en el frente y un valor
igual a cero alude que todas las soluciones están uniformemente distribuidas.


5.3.3. Cobertura (C )


Propuesta por Zitzler et al. en [86]. Esta ḿetrica compara un conjunto de soluciones
con respecto a otro, utilizando la dominancia de Pareto. la métrica se define como:


C (A,B) =
|{b∈ B|∃a∈ A : a� b}|


|B| (5.12)


Si todos los puntos enA dominan o son iguales a todos los puntos deB, esto implica
que C (A,B) = 1. Si ninǵun punto deA domina a alǵun punto del conjuntoB entonces
C (A,B) = 0. CuandoC (A,B) = 1 y C(B,A) = 0 entonces se dice que el conjuntoA es
mejor queB. Debido a que el operador de dominancia no es simétrico, se necesita calcular
C (A,B) y C (B,A) para comprender cuántas soluciones deA son cubiertas porB y viceversa.
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5.4. Resultados obtenidos


El objetivo principal en esta tesis, fue diseñar un algoritmo h́ıbrido que convergiera al
frente de Pareto verdadero, reduciendo el número de evaluaciones de la función de aptitud.
La estrategia adoptada y consistió en acoplar un operador de búsqueda local a un algoritmo
evolutivo multiobjetivo, del estado del arte (el NSGA-II).


Para las pruebas realizadas se fijó un ńumero ḿaximo de evaluaciones de la función
objetivo y se evalúo el desempẽno tanto del algoritmo h́ıbrido como del algoritmo evolutivo
adoptado. Recordando que nuestro algoritmo no necesita algún paŕametro adicional con
respecto del algoritmo evolutivo base adoptado, las comparaciones se realizaron con los
mismos paŕametros en ambos algoritmos para una justa competencia. Dichos paŕametros
se muestran en la tabla5.1.


Paŕametro NSS-GA NSGA-II
Tp 100 100
Pc .9 .9
Pm


1
N


1
N


Tabla 5.1: Paŕametros utilizados para la comparación entre el NSS-GA y el NSGA-II


En la tabla5.1, Tp es el tamãno de la poblacíon, Pc es la probabilidad de cruza,
Pm es la probabilidad de mutación y N representa el ńumero de variables del problema
multiobjetivo.


En resumen, el proceso de comparación se llev́o a cabo, realizando 30 ejecuciones de
los algoritmos para cada problema multiobjetivo. Las ejecuciones se restringen a 4,000
evaluaciones de la función de aptitud. Por cada función se probaron las tres métricas
presentadas anteriormente (GDI , E y C ). Cabe reiterar que un valor cercano a 0 para
la métrica DGI indica un mejor acercamiento al verdadero frente de Pareto;un valor
cercano de 0 para la ḿetricaE indica una mejor dispersión en las soluciones; y para el
caso de la cobertura, un valor cerca a 1 indica que el algoritmo domina a la mayorı́a de
las soluciones de su contrincante; por el contrario, un valor igual a 0 indica que todas las
soluciones son dominadas.


Cada tabla comparativa muestra los valores de la media y desviación est́andarσ de los
resultados de las ḿetricas en las 30 ejecuciones realizadas para cada algoritmo. Adeḿas,
para tener una clara visión de la comparación de los algoritmos, se muestran las gráficas
correspondientes a la media con respecto de la métricaGDI . En las pruebas realizadas,
se puede observar que no se llega al frente de Pareto verdadero. Sin embargo, si se deja
correr el algoritmo por un mayor número de generaciones, nuestra propuesta algorı́tmica
convergeŕa al verdadero frente, tal y como se muestra en las gráficas del aṕendice C.
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A continuacíon se muestran los resultados al evaluar cinco problemas multiobjetivo
propuestos por Zitzler [85] y dos ḿas, propuestos por Deb [17] (ver aṕendice B).


5.4.1. ZDT1


Para esta función de prueba, la tabla5.2, muestra claramente que el algoritmo NSS-GA,
obtiene mejores resultados en las métricasGDI , E y C . Y aunque la estabilidad del NSGA-
II es mejor, las diferencias no son realmente significativas. Para respaldar los resultados de
las ḿetricas, en la figura5.3se observa que nuestra propuesta tiene una mejor aproximación
al verdadero frente. Ḿas áun, todas las soluciones de nuestro algoritmo dominan a las
soluciones del NSGA-II.


ZDT1
Métrica NSS-GA NSGA-II


media σ media σ
DGI 0.001149 0.000598 0.005582 0.000905


E 0.014620 0.005329 0.023731 0.004730
C 1.000000 0.000000 0.000000 0.000000


Tabla 5.2: Resultado de las métricas para la función ZDT1
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Figura 5.3: Comparación del NSS-GA y el NSGA-II en el problema multiobjetivo ZDT1
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5.4.2. ZDT2


En el problema ZDT2 ocurre algo similar: en todas las métricas, el algorimo NSS-GA
supera al NSGA-II, tal y como lo revela la tabla5.3. Es claro ver en la figura5.4, que
nuestro algoritmo casi toca el frente de Pareto verdadero, mientras que el algoritmo del
NSGA-II est́a todav́ıa bastante alejado del frente verdadero.


ZDT2
Métrica NSS-GA NSGA-II


media σ media σ
DGI 0.002101 0.001785 0.015385 0.004631


E 0.021928 0.014674 0.029762 0.006576
C 0.971111 0.155571 0.004444 0.023934


Tabla 5.3: Resultado de las métricas para la función ZDT2
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Figura 5.4: Comparación del NSS-GA y el NSGA-II en el problema multiobjetivo ZDT2
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5.4.3. ZDT3


Este problema multiobjetivo, se destaca por tener un frentedesconectado. En la figura
5.5 se muestra claramente que el NSS-GA obtiene un mejor acercamiento al verdadero
frente de Pareto en comparación con el NSGA-II. Incluso, con 4,000 evaluaciones se llega
a tocar el verdadero frente. La tabla5.4muestra que en todas las métricas, nuestra propuesta
es mejor que el algoritmo NSGA-II. Aunque la desviación est́andar revela que la estabilidad
del NSGA-II es mejor, no significa que nuestro algoritmo sea inestable ya que la diferencia
es poco significativa.


ZDT3
Métrica NSS-GA NSGA-II


media σ media σ
DGI 0.001221 0.000832 0.004217 0.000798


E 0.013990 0.005108 0.023994 0.004774
C 0.969534 0.064908 0.009305 0.022992


Tabla 5.4: Resultado de las métricas para la función ZDT3
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Figura 5.5: Comparación del NSS-GA y el NSGA-II en el problema multiobjetivo ZDT3
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5.4.4. ZDT4


El problema multiobjetivo ZDT4, se caracteriza por tener 219 frentes de Pareto locales
y con varios algoritmos evolutivos multiobjetivo, tiendena quedar atrapado en un frente de
Pareto falso. Para este problema, también nuestro propuesta algorı́tmica es mejor en todas
la métricas tal y como lo muestra la tabla5.6. Aunque no todas las soluciones del NSS-GA
dominan a las del NSGA-II, se tiene una mejor aproximación al verdadero frente, la cual
se muestra gráficamente en la figura5.6.


ZDT4
Métrica NSS-GA NSGA-II


media σ media σ
DGI 0.122063 0.058813 0.156509 0.051699


E 0.455495 0.416654 3.098866 2.822281
C 0.686486 0.322281 0.332336 0.388879


Tabla 5.5: Resultado de las métricas para la función ZDT4
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Figura 5.6: Comparación del NSS-GA y el NSGA-II en el problema multiobjetivo ZDT4
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5.4.5. ZDT6


En la última funcíon de prueba de los problemas ZDT, los resultados que se obtienen
con el NSS-GA son favorables. La aproximación de las soluciones al verdadero frente de
Pareto es mejor que las que se obtienen con el NSGA-II, tal y como lo muestra la figura5.7.
La tabla5.6, muestra que nuestro algoritmo tiene una mejor aproximación (DGI ) al frente
de Pareto verdadero, pero la dispersión de soluciones no es la más favorable (E ). Aunque
la desviacíon est́andar de los resultados obtenidos revelan que es más estable el NSGA-II,
la diferencia es poco significativa en comparación con nuestro algoritmo, si bien para el
caso de la ḿetrica de espaciamiento, el NSGA-II le gana claramente a nuestro algoritmo.


ZDT6
Métrica NSS-GA NSGA-II


media σ media σ
DGI 0.008980 0.004758 0.046699 0.007258


E 0.171233 0.117406 0.106812 0.055624
C 0.769754 0.273523 0.144094 0.230425


Tabla 5.6: Resultado de las métricas para la función ZDT6
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Figura 5.7: Comparación del NSS-GA y el NSGA-II en el problema multiobjetivo ZDT6
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5.4.6. DTLZ1


La función DTLZ1 es la primera función de prueba de las 9 propuestas por Deb et al.
en [17]. Este grupo de problemas multiobjetivo, se caracteriza por ser escalable en el sen-
tido del ńumero de funciones objetivo. Para las pruebas realizadas empleamos 3 funciones
objetivo. Los resultados se muestran en la tabla5.7. Los resultados favorecen a nuestra
propuesta algorı́tmica en cuanto al acercamiento al verdadero frente de Pareto. La disper-
sión de las soluciones no es la más deseable, pero no hay que olvidar que nuestro objetivo
principal es converger rápidamente hacia el verdadero frente. Sobre la cobertura desolu-
ciones podemos concluir, que en la mayorı́a de las ejecuciones, el algoritmo NSS-GA logra
dominar al NSGA-II. La figura5.8muestra que las soluciones del NSS-GA tiene un mejor
acercamiento al verdadero frente de Pareto.


DTLZ1
Métrica NSS-GA NSGA-II


media σ media σ
DGI 0.658650 0.107311 0.779135 0.168162


E 17.965977 7.56475316.132116 6.874782
C 0.590605 0.147409 0.222936 0.112005


Tabla 5.7: Resultado de las métricas para la función DTLZ1


 0  50 100 150 200 250 300 350 400 450 500 0
 50


 100
 150


 200
 250


 0
 50


 100
 150
 200
 250
 300
 350
 400


f3(x,y)


Frente de Pareto DTLZ1
NSS−GA
NSGA−II


f1(x)


f2(x)


f3(x,y)


Figura 5.8: Comparación del NSS-GA y el NSGA-II en el problema multiobjetivo DTLZ1
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5.4.7. DTLZ2


En la funcíon DTLZ2 tambíen de tres objetivos, la competencia entre los dos algoritmos
resulta muy disputada. El algoritmo NSS-GA tiene por muy poco un mejor acercamiento al
frente de Pareto verdadero. La tabla5.8revela que también para la dispersión de soluciones
la competencia es apretada. El algoritmo NSGA-II es, por muypoco mejor que nuestra
propuesta. En la cobertura de soluciones, podemos decir quenuestro algoritmo domina por
muy poco las soluciones del NSGA-II. La figura5.9 muestra la convergencia de los dos
algoritmos hacia el verdadero frente de Pareto.


ZDT6
Métrica NSS-GA NSGA-II


media σ media σ
DGI 0.000403 0.000022 0.000428 0.000024


E 0.055607 0.005740 0.055528 0.004754
C 0.150000 0.072019 0.025667 0.022462


Tabla 5.8: Resultado de las métricas para la función DTLZ2
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Figura 5.9: Comparación del NSS-GA y el NSGA-II en el problema multiobjetivo DTLZ2
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5.5. Conclusiones sobre los resultados obtenidos


Nuestra propuesta NSS-GA resultó ser mejor que el algoritmo evolutivo multiobjetivo
NSGA-II. El NSS-GA mostŕo ser un algoritmo que converge más ŕapido al frente de
Pareto verdadero en todas las funciones de prueba adoptadas. Aunque la dispersión de las
soluciones no es del todo satisfactoria, las diferencias noson realmente significativas en
comparacíon con el NSGA-II.


En esta tesis, nuestro objetivo fundamental fue converger al frente de Pareto verdadero
en un menor ńumero de evaluaciones de la función objetivo. El algoritmo h́ıbrido que
hemos disẽnado, logra en 4,000 evaluaciones ser mejor que el algoritmomultiobjetivo
adoptado (el NSGA-II).


En t́erminos generales, nuestra propuesta NSS-GA resultó ser un algoritmo consistente
y muy competitivo sobre el conjunto de funciones adoptadas.La definicíon de los proble-
mas multiobjetivo se presentan en el apéndice B. Mientras que las gráficas de convergencia
de nuestro algoritmo hı́brido hacia el frente de Pareto verdadero, se presentan en el apéndi-
ce C.
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CAPÍTULO 6


CONCLUSIONES Y TRABAJO A FUTURO


6.1. Conclusiones


Con base en los resultados obtenidos en este trabajo, podemosconcluir que hemos
disẽnado un nuevo algoritmo hı́brido denominadoNonlinear Simplex Search Genetic
Algorithm (NSS-GA) para optimización multiobjetivo. Este enfoque supera al algoritmo
evolutivo base adoptado que fue el NSGA-II. Los resultados en todas ḿetricas utilizadas,
revelan que nuestra propuesta algorı́tmica es mejor cuando se usa un número reducido de
evaluaciones de la función objetivo.


Nuestro trabajo principal, se centró en acoplar y hacer eficiente el método de Nelder-
Mead para cada problema multiobjetivo abordado. Tomando encuenta esto, concluimos
que:


1. El éxito de convergencia del ḿetodo de Nelder-Mead, depende directamente del sim-
plex con que se inicie el proceso de optimización.


2. La construccíon de un simplex regular, resulta ineficiente y, en la mayorı́a de los
casos, inoperable para converger a un valor mejor, al menos en las funciones de
prueba adoptadas.


3. La estrategia de reducir el espacio de búsqueda y la construcción del simplex ini-
cial por medio de las secuencias de baja discrepancia, mejora considerablemente el
desempẽno del ḿetodo de Nelder-Mead, en la búsqueda local.


4. El criterio de parada en la búsqueda local (ecuación 4.4), mejora el desempeño del
algoritmo. En los experimentos realizados, la búsqueda local resulta poco eficiente,
si se dejase iterar por un mayor número de veces.


5. En general, el disẽno del mecanismo en la fase de explotación, agiliza la convergencia
de las soluciones y trae consigo una reducción del ńumero de evaluaciones de la
función objetivo, para alcanzar el frente de Pareto verdadero.
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6.2. Trabajo a futuro


Existen diversas estrategias e ideas, las cuales debido a las limitantes obvias de tiempo,
no se llevaron a cabo, pero que probablemente ofrezcan mejoras al algoritmo. Algunas de
ellas se comentan a continuación:


1. Introducir un mecanismo en el cual se pueda decidir cuándo ya no se deben realizar
nuevas b́usquedas locales.


2. Idear un nuevo ḿetodo para reducir el dominio de la búsqueda, ya que la estrategia
que proponemos puede resultar ineficiente cuando se pierde diversidad en la pobla-
ción. En otras palabras, si la muestra poblacional con la que sereduce el dominio de
creacíon del simplex es similar, la estrategia de búsqueda puede resultar ineficiente.


3. Idear un ḿetodo en el cual se reduzca la dimensión del simplex y optimizar con
respecto a esta nueva dimensión, con la finalidad de converger más ŕapido aópti-
mos locales. De esta manera se explotará más ŕapidamente el espacio de búsqueda,
trayendo como consecuencia converger más ŕapido a uńoptimo global.


4. Utilizar las estrategias existentes de las modificaciones del método de Nelder-Mead
como las descritas en [4, 58, 75], con la finalidad agilizar la convergencia haciaópti-
mos locales.


5. Adoptar otro algoritmo evolutivo multiobjetivo del estadodel arte en la fase de ex-
ploracíon y ver los resultados que se obtienen con esta estrategia debúsqueda local.


6. Abordar el manejo de restricciones tanto para el caso mono-objetivo como para el
multiobjetivo.







APÉNDICE A


FUNCIONES DE PRUEBA


(MONO -OBJETIVO )


A.1. Modelo de esfera


f1(~x) =
n


∑
i=1


x2
i (A.1)


donden = 30 yxi ∈ [−100,100]. Tiene un ḿınimo ḿın( f1) = f1(0, . . . ,0) = 0


A.2. Problema de Schwefel 2.22


f2(~x) =
n


∑
i=1


|xi|+
n


∏
i=1


|xi| (A.2)


donden = 30 yxi ∈ [−10,10]. Tiene un ḿınimo ḿın( f2) = f2(0, . . . ,0) = 0


A.3. Problema de Schwefel 1.2


f3(~x) =
n


∑
i=1


(


i


∑
j=1


x j


)2


(A.3)


donden = 30 yxi ∈ [−100,100]. Tiene un ḿınimo ḿın( f3) = f3(0, . . . ,0) = 0
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A.4. Problema de Schwefel 2.21


f4(~x) = máx
i
{|xi|,1≤ i ≤ n} (A.4)


donden = 30 yxi ∈ [−100,100]. Tiene un ḿınimo ḿın( f4) = f4(0, . . . ,0) = 0


A.5. Función generalizada de Rosenbrok


f5(~x) =
n−1


∑
i=1


[100(xi+1−x2
i )


2 +(xi −1)2] (A.5)


donden = 30 yxi ∈ [−30,30]. Tiene un ḿınimo ḿın( f5) = f5(1, . . . ,1) = 0


A.6. Función escaĺon


f6(~x) =
n


∑
i=1


(⌊xi +0.5⌋)2 (A.6)


donden = 30 yxi ∈ [−100,100]. Tiene un ḿınimo ḿın( f6) = f6(0, . . . ,0) = 0


A.7. Función Quartic


f7(~x) =
n


∑
i=1


ix4
i + random[0,1) (A.7)


donden = 30 yxi ∈ [−1.28,1.28]. Tiene un ḿınimo ḿın( f7) = f7(0, . . . ,0) = 0


A.8. Problema generalizado de Schwefel 2.26


f8(~x) = −
n


∑
i=1


(xi sin(
√


|xi|)) (A.8)


donde n = 30 y xi ∈ [−500,500]. Tiene un ḿınimo ḿın( f8) =
f8(420.9687, . . . ,420.9687) = −12569.5
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A.9. Función generalizada de Rastrigin


f9(~x) =
n


∑
i=1


[x2
i −10cos(2πxi)+10] (A.9)


donden = 30 yxi ∈ [−5.12,5.12]. Tiene un ḿınimo ḿın( f9) = f9(0, . . . ,0) = 0


A.10. Función de Ackley


f10(~x) = −20exp


(


−0.2


√


1
n


n


∑
i=1


x2
i


)


−exp


(


1
n


n


∑
i=1


cos2πxi


)


+20+e (A.10)


donden = 30 yxi ∈ [−32,32]. Tiene un ḿınimo ḿın( f10) = f10(0, . . . ,0) = 0


A.11. Función generalizada de Griewank


f11(~x) =
1


4000


n


∑
i=1


x2
i −


n


∏
i=1


cos


(


xi√
i


)


+1 (A.11)


donden = 30 yxi ∈ [−600,600]. Tiene un ḿınimo ḿın( f11) = f11(0, . . . ,0) = 0


A.12. Funciones generalizadas de penalización


A.12.1. Función generalizada de penalización 1.1


f12(~x) = π
n


{


10sin2(πyi)+
n−1
∑


i=1
(yi −1)2[1+10sin2(πyi+1)]+(yn−1)2


}


+
n
∑


i=1
u(xi ,10,100,4)


(A.12)


paran = 30 yxi ∈ [−50,50]. Tiene un ḿınimo ḿın( f12) = f12(1, . . . ,1) = 0


A.12.2. Función generalizada de penalización 1.2


f13(~x) = 0.1


{


sin2(3πx1)+
n−1
∑


i=1
(xi −1)2[1+sin2(3πxi+1)]+(yn−1)2


[


1+sin2(2πxn)
]


}


+
n
∑


i=1
u(xi,5,100,4)


(A.13)
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paran = 30 yxi ∈ [−50,50]. Tiene un ḿınimo ḿın( f13) = f13(1, . . . ,1) = 0 donde:


yi = 1+ 1
4(xi +1)


u(xi ,a,k,m) =











k(xi −a)m, xi > a,
0, −a≤ xi ≤ a,
k(−xi −a)m, xi < −a


A.13. Función trinchera de Shekel


f14(~x) =














1
500


+
25


∑
j=1


1


j +
2
∑


i=1
(xi −ai j )6














−1


(A.14)


dondexi ∈ [−65.536,65.536]. Tiene un ḿınimo ḿın( f14) = f14(−32,−32) ≈ 1.


A.14. Función de Kowalik


f15(~x) =
11


∑
i=1


[


ai −
x1(b2


i +bix2)


b2
i +bix3 +x4


]2


. (A.15)


dondexi ∈ [−5,5]. Tiene un ḿınimo ḿın( f15) ≈ f15(0.1928,0.1908,0.1231,0.1358) ≈
0.0003075.


A.15. Función Six-Hump Camel-Back


f16(~x) = 4x2
1−2.1x4


1 +
1
3


x6
1 +x1x2−4x2


2 +4x4
2 (A.16)


donde xi ∈ [−5,5]. Tiene un ḿınimo ḿın( f15) = f16(0.08983,−0.7126) =
f16(−0.08983,0.7126) = −1.0316285.


A.16. Función de Branin


f17(~x) =


(


x2−
5.1
4π2x2


1 +
5
π


x1−6


)2


+10


(


1− 1
8π


)


cosx1 +10 (A.17)


donde x1 ∈ [−5,10] y x2 ∈ [0,15]. Con un ḿınimo en ~xmı́n =
{(3.142,2.275),(3.142,2.275), (9,425,2.425)}, f (~xmı́n) = 0.398
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A.17. Función de Goldstein-Price


f18(~x) =
[


1+(x1 +x2 +1)2(19−14x1 +3x2
1−14x2 +6x1x2 +3x2


2)
]


×
[


30+(2x1−3x2)
2(18−32x1 +12x2


1 +48x2−36x1x2 +27x2
2)
] (A.18)


dondexi ∈ [−2,2]. Tiene un ḿınimo ḿın( f18) = f 18(0,−1) = 3.


A.18. Familia de Hartman


A.18.1. Familia de Hartman 1.1


f19(~x) = −
4


∑
i=1


ci exp


[


−
n


∑
j=1


ai j (x j − pi j )
2


]


(A.19)


donden = 3 y xi ∈ [0,1]. Tiene un ḿınimo ḿın( f19) = f19(0.114,0.556,0.852) = −3.86.


A.18.2. Familia de Hartman 1.2


f20(~x) = −
n


∑
i=1


ci exp


[


−
n


∑
j=1


ai j (x j − pi j )
2


]


(A.20)


donden = 6 y xi ∈ [0,10]. Tiene un ḿınimo ḿın( f20) = f20(0.201,0.150,0.477,0.275,
0.311,0.657) = −3.32.


A.19. Familia de Shekel


A.19.1. Familia de Shekel 1.1


f21(~x) = −
n


∑
i=1


[(~x−ai)(~x−ai)
T +ci]


−1 (A.21)


donden = 5 y xi ∈ [0,10]. Con ḿınimo en~xmı́n ≈ ai , f21(~xmı́n) ≈ 1
ci


para 1≤ i ≤ n.


A.19.2. Familia de Shekel 1.2


f22(~x) = −
n


∑
i=1


[(~x−ai)(~x−ai)
T +ci]


−1 (A.22)


donden = 7 y xi ∈ [0,10]. Con ḿınimo en~xmı́n ≈ ai , f22(~xmı́n) ≈ 1
ci


para 1≤ i ≤ n.
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i ai b−1
i


1 0.1957 0.25
2 0.1947 0.5
3 0.1735 1
4 0.1600 2
5 0.0844 4
6 0.0627 6
7 0.0456 8
8 0.0342 10
9 0.0323 12
10 0.0235 14
11 0.0246 16


Tabla A.1: Funcíon de Kowalkf15


i ai j , j = 1,2,3 ci pi j , j = 1,2,3
1 3 10 30 1 0.3689 0.1170 0.2673
2 0.1 10 35 1.2 0.4699 0.4387 0.7470
3 3 10 30 3 0.1091 0.8732 0.5547
4 0.1 10 35 3.2 0.038150 0.5743 0.8828


Tabla A.2: Funcíon de Hartmanf19


A.19.3. Familia de Shekel 1.3


f23(~x) = −
n


∑
i=1


[(~x−ai)(~x−ai)
T +ci]


−1 (A.23)


donden = 10 yxi ∈ [0,10]. Con ḿınimo en~xmı́n ≈ ai , f23(~xmı́n) ≈ 1
ci


para 1≤ i ≤ n.


i ai j , j = 1, . . . ,6 ci pi j , j = 1, . . . ,6
1 10 3 17 3.5 1.7 8 1 0.1312 0.1696 0.5569 0.0124 0.8283 0.5886
2 0.05 10 17 0.1 8 14 1.2 0.2329 0.4135 0.8307 0.3736 0.1004 0.9991
3 3 3.5 1.7 10 17 8 3 0.2348 0.1415 0.3522 0.2883 0.3047 0.6650
4 17 8 0.05 10 0.1 14 3.2 0.4047 0.8828 0.8732 0.5743 0.1091 0.0381


Tabla A.3: Funcíon de Hartmanf20
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i ai j , j = 1, . . . ,4 ci


1 4 4 4 4 0.1
2 1 1 1 1 0.2
3 8 8 8 8 0.2
4 6 6 6 6 0.4
5 3 7 3 7 0.4
6 2 9 2 9 0.6
7 5 5 3 3 0.3
8 8 1 8 1 0.7
9 6 2 6 2 0.5
10 7 3.6 7 3.6 0.5


Tabla A.4: Funciones de Shekelf21, f22 y f23
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APÉNDICE B


FUNCIONES DE PRUEBA


(MULTI -OBJETIVO )


B.1. Función ZDT1


Este problema multi-objetivo fue propuesto por Zitzler [85] y consiste en minimizar:


~f (~x) = [ f1(~x), f2(~x)] (B.1)


donde:


f1(~x) = x1


f2(~x) = g(~x) ·h( f1(~x),g(~x))


g(~x) = 1+
9


(n−1)


n


∑
i=2


xi


h( f1(~x),g(~x)) = 1−
√


f1(~x)
g(~x)


paran = 30 yxi ∈ [0,1]. Tiene un frente de Pareto convexo y conectado.


B.2. Función ZDT2


Este problema multi-objetivo fue propuesto por Zitzler [85] y consiste en minimizar:


~f (~x) = [ f1(~x), f2(~x)] (B.2)
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donde:


f1(~x) = x1


f2(~x) = g(~x) ·h( f1(~x),g(~x))


g(~x) = 1+
9


(n−1)


n


∑
i=2


xi


h( f1(~x),g(~x)) = 1−
(


f1(~x)
g(~x)


)2


paran = 30 yxi ∈ [0,1]. Tiene un frente de Pareto no convexo y conectado.


B.3. Función ZDT3


Este problema multi-objetivo fue propuesto por Zitzler [85] y consiste en minimizar:


~f (~x) = [ f1(~x), f2(~x)] (B.3)


donde:


f1(~x) = x1


f2(~x) = g(~x) ·h( f1(~x),g(~x))


g(~x) = 1+
9


(n−1)


n


∑
i=2


xi


h( f1(~x),g(~x)) = 1−
√


f1(~x)
g(~x)


−
(


f1(~x)
g(~x)


)


sin(10π f1(~x))


paran = 30 yxi ∈ [0,1]. Tiene un frente de Pareto discontinuo.


B.4. Función ZDT4


Este problema multi-objetivo fue propuesto por Zitzler [85] y consiste en minimizar:


~f (~x) = [ f1(~x), f2(~x)] (B.4)


donde:


f1(~x) = x1


f2(~x) = g(~x) ·h( f1(~x),g(~x))


g(~x) = 1+10(n−1)+
n


∑
i=2


(x2
i −10cos(4πxi))


h( f1(~x),g(~x)) = 1−
√


f1(~x)
g(~x)


paran= 10,x1 ∈ [0,1] y x2, . . . ,xn ∈ [−5,5] . Tiene un frente de Pareto convexo, conectado
y existen 219 frentes de Pareto locales.
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B.5. Función ZDT6


Este problema multi-objetivo fue propuesto por Zitzler [85] y consiste en minimizar:


~f (~x) = [ f1(~x), f2(~x)] (B.5)


donde:


f1(~x) = 1−exp(−4x1) ·sin6(6πx1)


f2(~x) = g(~x) ·h( f1(~x),g(~x))


g(~x) = 1+9














n
∑


i=2
xi


(n−1)














0.25


h( f1(~x),g(~x)) = 1−
(


f1(~x)
g(~x)


)2


paran = 10 yxi ∈ [0,1]. Tiene un frente de Pareto convexo y continuo.


B.6. Función DTLZ1


Este problema multi-objetivo fue propuesto por Deb [17] y consiste en minimizar:


~f (~x) = [ f1(~x), f2(~x), f2(~x)] (B.6)


donde:


f1(~x) =
1
2


x1x2[1+g(~x)]


f2(~x) =
1
2


x1(1−x2)[1+g(~x)]


f3(~x) =
1
2
(1−x1)[1+g(~x)]


g(~x) = 100


{


n+
n


∑
i=3


(xi −0.5)2−cos[20π(xi −0.5)]


}


paran= 12 yxi ∈ [0,1]. Tiene un frente de Pareto lineal y contiene 11n−1 frentes de Pareto
locales.
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B.7. Función DTLZ2


Este problema multi-objetivo fue propuesto por Deb [17] y consiste en minimizar:


~f (~x) = [ f1(~x), f2(~x), f2(~x)] (B.7)


donde:


f1(~x) = cos
(π


2
x1


)


cos
(π


2
x2


)


[1+g(~x)]


f2(~x) = cos
(π


2
x1


)


sin
(π


2
x2


)


[1+g(~x)]


f3(~x) = sin
(π


2
x1


)


[1+g(~x)]


g(~x) =
n


∑
i=3


(xi −0.5)2


paran = 12 yxi ∈ [0,1]. Tiene un frente de Pareto convexo y conectado.







APÉNDICE C


CONVERGENCIA EN LOS PROBLEMAS


MULTI -OBJETIVO


En este aṕendice presentamos las gráficas de nuestro algoritmo NSS-GA, con la
finalidad de validar la convergencia al frente de Pareto verdadero en un determinado
número de evaluaciones de la función objetivo.


Para las funciones ZDT1, ZDT2, ZDT3, ZDT6 y DTLZ2 con tan solo7,000 evalua-
ciones de la función objetivo, nuestra propuesta converge al frente de Paretoverdadero.
Mientras que se necesitaron 16,000 para converger en la función ZDT4 y 70,000 para la
DTLZ1.
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Figura C.1: Convergencia al frente de Pareto verdadero en la fun-
ción ZDT1 con 7,000 evaluaciones de la función objetivo
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Figura C.2: Convergencia al frente de Pareto verdadero en la fun-
ción ZDT2 con 7,000 evaluaciones de la función objetivo
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Figura C.3: Convergencia al frente de Pareto verdadero en la fun-
ción ZDT3 con 7,000 evaluaciones de la función objetivo
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Figura C.4: Convergencia al frente de Pareto verdadero en la fun-
ción ZDT4 con 16,000 evaluaciones de la función objetivo
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Figura C.5: Convergencia al frente de Pareto verdadero en la fun-
ción ZDT6 con 7,000 evaluaciones de la función objetivo
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Figura C.6: Convergencia al frente de Pareto verdadero en la fun-
ción DTLZ1 con 70,000 evaluaciones de la función objetivo
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Figura C.7: Convergencia al frente de Pareto verdadero en la fun-
ción DTLZ2 con 7,000 evaluaciones de la función objetivo
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