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Resumen

Este trabajo presenta un algoritmo multiob-
jetivo basado en la técnica de Evoluciéon Di-
ferencial. Este se caracteriza por usar un fi-
chero externo que utiliza dominancia-e para
mantener la diversidad del mismo, asi como
un doble mecanismo de seleccién que ayuda a
que los hijos mejoren continuamente a sus pa-
dres. El nuevo algoritmo es validado adoptan-
do funciones de prueba y métricas estandar de
la literatura especializada. Los resultados ob-
tenidos se comparan ademas con los produci-
dos por otro esquema multiobjetivo basado en
evolucion diferencial (Pareto Differential Evo-
lution), asi como por dos algoritmos represen-
tativos del estado del arte en el area (el NSGA-
Il y el e-MOEA).

1. Introducciéon

En este trabajo se atacan los problemas de
optimizacién multiobjetivo. Estos problemas
tienen més de un objetivo a optimizarse a
la vez, y normalmente éstos se encuentran en
conflicto unos con otros, por lo que el mejorar
un objetivo implica empeorar el desempeiio de
los otros. Para resolver estos problemas mul-
tiobjetivo, en este trabajo se utilizé un tipo
de algoritmo evolutivo llamado Ewvolucién Di-
ferencial, el cual fue desarrollado por Storn y
Price en 1995 [8] para optimizacién en espacios
continuos. Actualmente existen diversas técni-
cas para mantener las soluciones no dominadas

obtenidas a lo largo del proceso evolutivo en
un fichero externo. En este trabajo se utilizo
el concepto de dominancia-e que es una de las
propuestas més recientes (y efectivas) en este
sentido. La organizacién del resto del articu-
lo es la siguiente. En la seccién 2 se describe
brevemente la Evolucion Diferencial para opti-
mizacion global. En la seccién 3 se proporcio-
na una revisiéon del trabajo previo relacionado
con nuestra propuesta. Nuestra propuesta se
describe en la secciéon 4. En la seccién 5 se
presenta la comparaciéon de nuestra propuesta
con respecto a otros algoritmos representativos
del estado del arte en el area. después se revi-
san los trabajos previos que utilicen ED para
optimizacién multiobjetivo, después se explica
el algoritmo propuesto y se muestran algunos
resultados obtenidos, por iltimo las conclusio-
nes en la Seccion.

2. Evolucién Diferencial

En la Evolucién Diferencial (ED) [8], las varia-
bles se representan mediante niimeros reales.
La poblacién inicial se genera de forma alea-
toria y se seleccionan tres individuos como pa-
dres. Uno de ellos es el padre principal y éste se
perturba con el vector de los otros dos padres.
Si el valor resultante es mejor (cuando tiene
un menor valor al evaluar la funcién objetivo)
que el padre elegido, entonces lo reemplaza.
De otra forma, se retiene al padre principal.
Para cada vector m,z =012...,N -1,



un vector de prueba ¥ se genera de acuerdo
a:

7 = -'I;rl,(,)i + F - (-’L'TQ,G) - mTS,G>)

con r1, 72,73 € [0, N — 1], enteros y diferentes,
y F > 0. Los enteros r1, r2 y r3 son elegi-
dos aleatoriamente en el intervalo [0, N-1] y
son diferentes entre si. F es un factor real y
constante que controla la amplificaciéon en la
variacién diferencial (Z,2.¢ — Zy3.¢). Para de-
cidir si el nuevo vector ¥ se vuelve miembro de
la poblacién en la generaciéon G+1, se compa-
ra con el vector m , ¥ si tiene un menor valor
al evaluarla en la funcion objetivo entonces o
se hace m ; de otra forma, el valor de m
es retenido.

3. Trabajo Previo

Existen pocas propuestas para extender la
Evolucién Diferencial para resolver problemas
multiobjetivo, algunas de ellas desarrolladas
por Madavan en 2002 [6], Xue et al. en 2003
[11] y Babu & Jehan en 2003 [2]. A continua-
cion se revisa la propuesta mas representativa,
la que también se utilizo6 para realizar compa-
raciones de desempefio con respecto a nuestro
algoritmo.

3.1. PDE

El algoritmo llamado Pareto Differential Evo-
lution (PDE) fue desarrollado por Abbass y
Sarker en 2002 [1] y es una adaptacion del al-
goritmo de ED descrito con anterioridad con
las siguientes modificaciones:

1. Se genera una poblacion inicial aleatoria
con una distribucién Gaussiana.

2. Todas las soluciones dominadas se quitan
de la poblacién y las restantes se utilizan
para la reproduccioén.

3. Se realiza el cruce con la ED tomando a
cada uno de los individuos de la poblacion
como padre principal y otros 3 padres se
seleccionan aleatoriamente generando un
hijo. Si el hijo generado domina al padre
principal, entonces lo reemplaza.

4. Si el nimero méximo de soluciones no
dominadas excede el maximo, entonces
se aplica la funcion de distancia minima
D(x) (ver ec. (1)) para remover a los pa-
dres que estén mas cerca y asi preservar
una buena distribucion de soluciones fina-
les.

(min||lz — zt|| + min||z — z7]))

D(z) = 3 "

donde = # z® # o7,

4. Algoritmo Propuesto

Este algoritmo se basa en el cruce de la Evo-
lucién Diferencial para resolver problemas de
optimizacién multiobjetivo, ademés de incluir
el manejo de restricciones. En el algoritmo 1
se muestra el pseudo cédigo del esquema que
se propone.

- Generar una poblacidén inicial;
- Evaluar la aptitud de la poblacidn;
- FOR i = 0 hasta G
REPETIR
Seleccionar 3 padres;
Realizar el cruce con ED;
Realizar mutacidén uniforme;
Evaluar aptitud del hijo;
Si el HIJO es mejor que PADRE
Reemplaza al PADRE;
HASTA que se genera la siguiente
poblacién
Marcar a los no dominados;
Agregar los no dominados al fichero
externo en caso de ser aceptados;
- Fin FOR

Algoritmo 1: Algoritmo Propuesto

4.1. Generacion de la poblacién inicial

La poblacién inicial se genera de forma aleato-
ria con una distribucion uniforme U(0, 1), ga-
rantizando que las variables del problema se
encuentren dentro de sus limites permisibles.
Esto se realiza de la siguiente manera:

z; =LL; + U(0,1) - (LS; — LL;)



donde: ¢ = 0,1,2,...,v — 1. (v = ntmero de
variables de cada vector solucién), LI; y LS;
son los limites inferior y superior.

4.2. Seleccion

La seleccion se realiza de 2 maneras distintas,
dependiendo del nimero de generaciones que
hayan transcurrido. Este parametro ejerce una
presion de seleccion més alta ayudando a que
se generen mejores hijos. Para controlar la pre-
sién de seleccion se adopta un pardmetro sels
el cual puede tomar un valor desde 0.2 hasta
1 (pues cuando el proceso evolutivo inicia, el
fichero externo esté4 vacio). Este parametro in-
dica el nimero de generaciones que tienen que
pasar hasta que se ejerza esta nueva presion
de seleccion. Esto es:

Alea, si gen < (selz * Gmaz);

Seleccién = { Elit, de otra forma.

donde gen es el nimero de generaciéon actual
¥ Gmaz €s el nimero total de generaciones.
Siempre se debe elegir un padre como referen-
cia, el cual nos sirve para comparar el hijo ge-
nerado por los tres padres con el primero. Los
dos tipos de seleccién antes indicadas se expli-
can a continuacion:

1. Seleccién Aleatoria.- Se seleccionan 3
padres de la poblacién primaria de forma
aleatoria.

2. Selecciéon Elitista.- Se seleccionan 3 pa-
dres de la poblacién secundaria de for-
ma aleatoria y ademaés éstos deben cum-
plir con un factor de cercania entre ellos
feercania- Este factor estd dado por:

o \/zf’:%N (Xi,mam - Xi,min)2
fcercanm = 9QFUN

donde: FUN = nimero de funciones ob-
jetivo, X; mes = valor méaximo de la i-
ésima funcion objetivo del fichero exter-
no, Xi min = valor minimo de la i-ésima
funcién objetivo del fichero externo.

4.3. Cruce utilizando la ED

En el algoritmo propuesto, se utiliza el esque-
ma de la Evolucion Diferencial detallado ante-

riormente (seccién 2).

4.4. Mutacién uniforme

Aunque la Evolucién Diferencial no maneja el
operador de mutacién en ninguno de sus es-
quemas, en este trabajo se incluyé este ope-
rador debido a que en problemas con restric-
ciones, el cruce por si solo no lograba llegar a
ciertas regiones del espacio de bisqueda. Dado
que existe evidencia clara de que la mutacion
ayuda a la exploracién de los algoritmos evo-
lutivos, se eligi6 una mutacién uniforme para
nuestra propuesta.

4.5. Hijo vs padre

Una vez que se ha generado un hijo, se rea-
liza la evaluaciéon de éste con respecto a las
funciones objetivo. Después se compara con el
padre de referencia, y se elige a uno de ellos.
Es importante mencionar que el esquema que
se maneja para los problemas con restricciones
requiere que éstas se normalicen. A continua-
cion se daran a conocer las reglas de compara-
cion entre el padre y el hijo para las funciones
sin restricciones y después para aquellas que
contienen restricciones.

4.5.1. Funciones sin restricciones

Primero se realiza una comparacién de domi-
nancia de Pareto entre padre e hijo:

* uno domina al otro, se le elige (padre o hijo)

* 51 son no dominados entre ellos, se realiza

un flip (0.5) para saber quién trasciende
a la siguiente generacion.

4.5.2. Funciones con restricciones

Para comparar individuos en problemas con
restricciones, primero se verifica si son o no
factibles, y después se checa la dominancia de
Pareto, y se ve entonces lo siguiente:

* si el padre es no factible y el hijo es no fac-
tible, se elige al individuo que esté mas
cerca de la zona factible.
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Figura 1: Concepto de dominancia (izq) y

dominancia-¢ (der)

* g1 el padre es factible y el hijo es no factible,
se elige al hijo si y sélo si el hijo esta a una
distancia de 0.1 de la zona factible y ade-
mas se hace un flip (0.5). De lo contrario,
se elige al padre.

* g1 el padre es no factible y el hijo es facti-
ble, se elige al padre si y sélo si el padre
estd a una distancia de 0.1 de la zona fac-
tible y ademés se hace un flip (0.5). De
lo contrario, se elige al hijo.

* g1 el padre es factible y el hijo es factible, se
verifica la dominancia de Pareto y se elige
tal y como si se tratara de un problema
sin restricciones.

4.6. Concepto de dominancia-¢

El concepto de dominancia de Pareto se ilustra
en la Figura 1 (izquierda) y se define de la
siguiente manera: Si f, g € R™, entonces f se
dice que domina a ¢, denotado como: f < g,
si y so6lo si:

I.ViE{l,...,m}:fisgi

235€{1,...,m}: f; <g;

De manera anéloga, el concepto de
dominancia-e se ilustra en la Figura 1
(derecha) y se define de la siguiente manera.
Si f, g € R™, entonces f se dice que e-domina,
a g para algtin € >0, denotado como: f <. g,
si y solo si para todo i € {1, ..., m }.

(1—-¢)-fi<g

4.7. Mecanismo del fichero externo

Al nuevo individuo se le compara con cada
uno de los miembros del fichero externo usan-
do el criterio de dominancia-e. A continuaci6n
se describe brevemente este procedimiento el
cual se ha utilizado en otro algoritmo llama-
do e — MOEA [4]. A cada soluci6on dentro del
fichero externo se le asigna un arreglo de iden-
tificacion (B = (Bi, Ba,-..,Bu)T, donde M
es el niumero total de funciones objetivo) como
sigue:

o (U5 = £ /e;]),  para min f;;
Bilf )‘{ (F(f; — f7")/e;1).  para max f;.

donde: f/™™ es el valor minimo posible del j-
ésimo objetivo y €; es la tolerancia permiti-
da en el j-ésimo objetivo. Ambos pardmetros
los debe definir el usuario [5]. Este arreglo de
identificacién divide todo el espacio de las fun-
ciones objetivo en hiper-cajas, cada una de las
cuales tiene un tamaifio ¢; en el j-ésimo obje-
tivo.

1. Siel arreglo de identificacion B, de cualquier
miembro del fichero externo a domina al nue-
vo individuo ¢;, entonces este nuevo individuo
es e-dominado por un miembro del fichero ex-
terno y por lo tanto no es aceptado. Este caso
se ilustra en la Figura 2 (a).

2. Si Bc; del nuevo individuo domina a cual-
quier B, del fichero externo, este miembro es
eliminado y el nuevo individuo es aceptado.
Este caso se ilustra en la Figura 2 (b).

Si ninguno de los dos casos arriba men-
cionados ocurre, significa que el nuevo
individuo es e€-no dominado con respecto a
los miembros del fichero externo. Entonces
surgen dos posibles casos:

a) El nuevo individuo comparte el mismo
vector B con algin individuo del fichero
externo. Estos individuos se comparan
con la dominancia convencional de Pa-
reto y se rechaza al dominado. En caso
de que ambos sean no dominados, se eli-
ge a la que esté mas cerca de la esquina
inferior izquierda de la hiper-caja.

b) Este caso se ilustra en la Figura 2 (d),
y sucede cuando el nuevo individuo tie-
ne una hiper-caja distinta a todos los
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Figura 2: Concepto de dominancia-e (para mini-
mizar f1y f2)

miembros del fichero externo, por lo que
siempre se acepta este nuevo individuo.

5. Comparaciéon de Resultados

Para validar nuestro algoritmo, se compar6
contra PDE y contra otros dos algoritmos
representativos del estado del arte en el area:
el NSGA-II [3] y e MOEA [4]. Se realizaron
20 ejecuciones independientes para obtener
los resultados de las tablas y se adoptaron
4 métricas de desempeio: Tasa de Error
(TE) [10], Distancia Generacional (DG) [10],
Distribuciéon (D) [7] y Cobertura (C) [12].
Los parametros utilizados para obtener los
resultados para cada uno de los distintos
algoritmos se muestran en la tabla 1. Se hace
notar que se efectuaron 5,000 evaluaciones en
los problemas sin restricciones y 25,000 en los
problemas con restricciones. Nétese que en los
algoritmos e-MyDE y e-MOEA, el tamaifio del
fichero externo depende del valor del vector-
€. El pardmetro F' es propio de la Evolucion
Diferencial.

Prob. 1 Este problema (ZDT1) fue pro-
puesto en [12].
Minimizar:

f@) = (f1(D), f2(2))

Param e-My NSGA-II PDE e-MO
Poblacién 100 100 100 100
Fich. Ext. 100 100 100 100

Gmaxz 50 50 50 50
P, 0.95 0.8 nd 1.0
Prm 1/N 1/N nd 1/N

F 0.5 nd | N(0,1) nd

donde: N = ntmero de variables
nd = no requiere parametro
Gmaz = 50 para problemas sin restricciones
Gmaz = 250 para problemas con restricciones

Tabla 1: Parametros utilizados en los diversos
algoritmos para realizar las pruebas y compa-
raciones.

donde:
f(Z) a1,
f2(@) = h(g(zz,...,zm)fr(z1), g(z2; . ..
con:
g(@2,...,am) = 1+9-i=i2(m$7_il)
h(fng) = 1=(fi/g)

y: m = 30; z; € [0,1]. Las graficas correspon-
dientes al Prob. 1 se muestran en la Figura 3,
y el resultado estadistico de la aplicacién de
las métricas se muestra en la tabla 2.

Graficamente, se ve que e-MyDE y e MOEA
si logran llegar al verdadero frente y con una
buena distribucién, aunque sin llegar a cu-
brirlo del todo. NSGA-II y PDE no logran
llegar al verdadero frente, y su distribucion
no es buena.

Prob. 2 Este problema fue propuesto en [9].
Minimizar:

—

f(2) = (fi(x,y), f2(x, y))

donde:
f1($,y)=$,f2($,y)=y
sujeto a:
0 > —(«*)+—(y")+140,1cos(16 arctan %)
1 1., 1.,
- > = -
5 > -3+

,Z’m))
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Figura 3: Frente de Pareto generado por e-MyDE (arriba-izq), NSGA-II (arriba-der), PDE (abajo-izq) y

e-MOEA (abajo-der) para el problema 1.

Métrica-Algoritmo media mejor peor dev. Std
TE e-MyDE 0.95 0.42 1 0.1497
NSGA-II 1 1 1 1]

PDE 0.9985 0.98 1 0.0048

e-MOEA 0.9581 0.8253 1 0.0529

DG e-MyDE 0.0018 0.0001 0.0213 0.0046
NSGA-II 0.0089 0.0046 0.0167 0.0030

PDE 707.1 0.0047 14142.1 3162.2

e-MOEA 0.0004 0.0002 0.0007 0.0001

D e-MyDE 0.0324 0.0051 0.2248 0.0495
NSGA-II 0.0111 0.0056 0.0364 0.0067

PDE 0.0099 0.0077 0.0123 0.0013

e-MOEA 0.0083 0.0065 0.0152 0.0019
C || e-My | NS-IT | PDE | e-MO || Dominan |
e-MyDE 1 0.99 0.48 0.82
NSGA-II 0.005 0.78 0 0.26
PDE 1 1 1 1
e-MOEA 0.87 0.91 0.95 0.91

Dominados 0.624 0.971 0.912 0.494 |

Tabla 2: Resultados de Tasa de Error (TE), Distancia Generacional (DG), Distribucién (D) y

Cobertura (C) para el problema 1.




y: —m < &, y < 7. Las gréficas correspondien-
tes al Prob. 2 se muestran en la Figura 4, y
el resultado estadistico de la aplicacién de las
meétricas se muestra en la tabla 3.

PDE no logroé resolver este problema, pues
solo encontré un solo punto sobre el verda-
dero frente. Graficamente, se ve que e-MyDE
cubre perfectamente todo el frente de Pareto
verdadero y muestra una buena distribucion.
NSGA-II no logra cubrir todas las regiones del
frente. e-MOEA si alcanza las distintas regio-
nes del frente, aunque no encontré6 muchas so-
luciones, ni mostr6é una buena distribucion.

6. Conclusiones

En este trabajo se utilizé la evolucion diferen-
cial para resolver problemas multiobjetivo con
y sin restricciones. Se pudo controlar la alta
velocidad de convergencia que tiene la ED y se
propuso un esquema que mantiene diversidad
variando la forma de seleccién a cada cierto
nimero de iteraciones. Se logré encontrar una
técnica competitiva con respecto a otros algo-
ritmos como NSGA-II, PDE y eMOEA. En
cuanto al trabajo futuro, se puede mejorar el
mecanismo para manejo de restricciones, para
encontrar mas soluciones dentro de la zona fac-
tible més rapido y explotar dichas soluciones
dentro de la frontera de la factibilidad a fin de
lograr mejores aproximaciones del verdadero
frente de Pareto. En cuanto a la distribuciéon
de soluciones a lo largo del frente utilizando la
dominancia~e y su relacién con el nimero de
individuos no dominados, se podria encontrar
una forma de auto-adaptar el valor de e¢. Es-
to permitiria calcular de forma precisa el valor
del vector-¢, sin perder la buena distribucién
ajustdndose al nimero de soluciones requeri-
das. Actualmente se estan realizando las prue-
bas y comparaciones con el nuevo algoritmo
NSGA-II que se liber6 en abril de 2005.
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Figura 4: Frente de Pareto generado por e-MyDE (arriba-izq), NSGA-II (arriba-der), y e MOEA (abajo)
para el problema 2.

Métrica-Algoritmo media mejor peor dev Std
TE e-MyDE 0.229 0.17 0.323 0.0506
NSGA-II 0.1 0 0.34 0.089
PDE - - - -
e-MOEA 0.319 0.127 0.468 0.078
DG e-MyDE | 0.0004 | 0.0002 0.0006 | 8.5E-05
NSGA-II 0.0008 0.0003 0.0021 0.0005
PDE - - - -
e-MOEA 0.0007 0.0004 0.0012 0.0001
D e-MyDE 0.0074 0.0052 0.0093 0.0010
NSGA-II 0.005 0.0001 0.018 0.0049
PDE - - - -
e-MOEA 0.0136 0.0097 0.0176 0.0024

C [[ eMy [ NS-II [ PDE | e-MO ][ Dominan ||
e-MyDE 0.150 - 0.612 0.381
NSGA-II 0.564 - 0.658 0.611
PDE - - = - -
e-MOEA 0.410 0.126 - 0.268

Dominados 0.487 0.138 - 0.635 |

Tabla 3: Resultados de Tasa de Error (TE), Distancia Generacional (DG), Distribucién (D) y
Cobertura (C) para el problema, 2.



